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Resumo

Este trabalho trata do Problema de Sequenciamento de Tarefas em UmaMáquina
com Tempo de Preparação Dependente da Sequência e da Família. Nesse problema,
um conjunto de tarefas devem ser processadas por uma máquina, sendo que antes
da execução de cada tarefa é necessário um tempo para preparar a máquina, o qual
é definido de acordo com a sequência e a família da tarefa. Desta forma, o tempo de
preparação da máquina é requerido, apenas, para executar duas tarefas consecutivas
que pertencem a famílias diferentes. Consideram-se os objetivos de minimizar o ma-
kespan e o atraso total ponderado. Para resolvê-lo, foram analisados sete algoritmos
de otimização multiobjetivo. O primeiro é o Multi-objective Variable Neighborhood
Search (MOVNS), que é um método de otimização multiobjetivo baseado na me-
taheurística Variable Neighborhood Search (VNS). O segundo e o terceiro são duas
variantes do MOVNS encontradas na literatura, denominadas MOVNS_Ottoni e
MOVNS_Arroyo, que consistem em adicionar um procedimento de intensificação
no MOVNS. O quarto é o Pareto Iterated Local Search (PILS), que é um algoritmo
multiobjetivo de busca local com características semelhantes à metaheurística Ite-
rated Local Search (ILS). O quinto é uma variante do PILS proposta neste trabalho,
denominada PILS1, em que um novo procedimento de perturbação é desenvolvido.
O sexto e o sétimo são o Nondominated Sorting Genetic Algorithm II (NSGA-II)
e o Strength Pareto Evolutionary Algorithm 2 (SPEA2), os quais são métodos de
otimização baseados no processo de evolução natural para problemas multiobjeti-
vos. Entre os sete algoritmos, cinco são de busca local: MOVNS, MOVNS_Ottoni,
MOVNS_Arroyo, PILS e PILS1, e outros dois são de busca populacional: NSGA-II
e SPEA2. Esses algoritmos foram comparados em relação às métricas de cardi-
nalidade, distância média, distância máxima, diferença de hipervolume e epsilon.
Os resultados computacionais realizados em instâncias-teste geradas aleatoriamente
mostraram que o algoritmo PILS1 é estatisticamente superior a todos os outros
algoritmos em relação às métricas cardinalidade, distância média, diferença de hi-
pervolume e métrica epsilon, em termos de resultados médios. O PILS1 conseguiu
também o melhor resultado médio para a métrica distância máxima; entretanto, a
partir da análise estatística não foi possível afirmar que a diferença observada entre
ele o NSGA-II era significativa.

PALAVRAS-CHAVE: Problema de sequenciamento em única máquina, Otimi-
zação multiobjetivo, Pareto Iterated Local Search, Multi-objective Variable Neigh-
borhood Search, Nondominated Sorting Genetic Algorithm, Strength Pareto Evolu-
tionary Algorithm
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Abstract

This work addresses the Single Machine Scheduling Problem with Sequence De-
pendent Family Setup Times. In this problem, there is a set of jobs to be pro-
cessed by a single machine, and before the execution of each job a time to pre-
pare the machine is required, which is defined according to the sequence and the
family of the job. Thus, the setup time is required only to perform two conse-
cutive jobs belonging to different families. Two objectives were considered: the
minimization of the makespan and the total weighted tardiness. In order to solve
this problem, seven multi-objective algorithms were analyzed. The first one is the
Multi-objective Variable Neighborhood Search (MOVNS), which is a multi-objective
optimization method based on Variable Neighborhood Search (VNS). The second
and third ones are two variants of MOVNS found in the literature, here named
MOVNS_Ottoni and MOVNS_Arroyo, which consists in adding an intensification
procedure in the MOVNS. The fourth one is the Pareto Iterated Local Search (PILS),
which is a multi-objective local search algorithm with similar features to the meta-
heuristics Iterated Local Search (ILS). The fifth one is a variant of PILS proposed
in this work, called PILS1, in which a new perturbation procedure is developed.
The sixth and seventh ones are the Nondominated Sorting Genetic Algorithm II
(NSGA-II) and the Strength Pareto Evolutionary Algorithm 2 (SPEA2), which are
optimization methods based on the process of natural evolution for multi-objective
problems. Among the seven algorithms, five are based on local search: MOVNS,
MOVNS_Ottoni, MOVNS_Arroyo, PILS and PILS1, and two other are population-
based: NSGA-II and SPEA2. These algorithms were compared according to car-
dinality, average distance, maximum distance, hypervolume difference and epsilon
metrics. The Computational results realized over test instances randomly genera-
ted show that PILS1 is statistically better than all other algorithms in relation to
the cardinality, average distance, difference of hypervolume and epsilon metrics, in
terms of average results. The PILS1 produced also the best average result for the
metric maximum distance; however, from the statistical analysis is not possible to
affirm that the difference between it and the NSGA-II is significant.

Keywords: Single machine scheduling, Multi-objective optimization, Pareto Ite-
rated Local Search, Multi-objective Variable Neighborhood Search, Nondominated
Sorting Genetic Algorithm, Strength Pareto Evolutionary Algorithm
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Capítulo 1

Introdução

No atual ambiente competitivo industrial, em que nota-se um aumento da concorrên-
cia entre as empresas, coloca-se o sistema de planejamento, programação e controle
da produção como uma área de decisão prioritária para as organizações (Pedroso e
Corrêa, 1996). Neste contexto, realizar o planejamento do sequenciamento de tarefas
implica em melhorar o controle do fluxo da cadeia produtiva. Esse planejamento de
tarefas deve ser feito de modo a permitir que a empresa consiga cumprir os prazos
de entrega que foram acordados, sob o risco de perder clientes em caso de descum-
primento. Além disso, deseja-se programar as atividades de tal maneira a utilizar os
recursos disponíveis de uma forma mais eficiente possível. Os benefícios de um bom
planejamento são o aumento da produtividade organizacional, redução dos custos
de produção, agilidade no processo de tomada de decisão e aumento da eficiência
organizacional.

O problema de realizar o sequenciamento de tarefas está presente em diversas
áreas, como na indústria, na manufatura, no gerenciamento de processos de um
computador, dentre outras.

Os primeiros estudos, de maior relevância, feitos acerca desses problemas são da
década de 50 e, desde então, as abordagens se aproximaram cada vez mais de apli-
cações industriais, aumentando assim a complexidade dos problemas. Nessa época,
os estudos eram feitos com problemas relativamente simples, o que possibilitou o
desenvolvimento de algoritmos capazes de fornecer uma solução ótima. Com o pas-
sar do tempo as abordagens foram se tornando mais sofisticadas e na década de
70 muitos problemas foram provados ser NP-difíceis. Após os anos 80, os estudos
tomaram duas direções, de um lado abordagens utilizando algoritmos aproximados
e do outro, estudos de métodos heurísticos (Leung, 2004).

No processo de planejamento e operação industrial, é usual que mais de uma
função objetivo seja desejável e essencial para uma análise mais precisa do problema.
No entanto, por uma questão de simplicidade a maioria das abordagens modelam o
problema com um único objetivo.

Observa-se que em problemas de sequenciamento, existem muitos objetivos di-
ferentes e conflitantes, dos quais, segundo Pinedo (2008), pode-se destacar:

• Makespan, que consiste em minimizar o maior tempo de término de um con-
junto de tarefas. A minimização do makespan implica em uma boa utilização
da máquina;

1



1.0 Introdução 2

• Soma ponderada dos tempos de término de cada tarefa ou fluxo total ponde-
rado, que mede o estoque em processamento;

• Atraso total ponderado, que consiste em determinar um sequenciamento cuja
soma ponderada dos atrasos das tarefas seja mínima;

• Adiantamento total ponderado, que consiste em determinar um sequencia-
mento com o menor valor para adiantamento total ponderado;

• Soma ponderada de atrasos e adiantamentos, que consiste em determinar um
sequenciamento com um valor mínimo para o adiantamento e atraso das ta-
refas. Esse objetivo está relacionado à filosofia Just-In-Time de produção, na
qual uma tarefa deve ser finalizada na sua data de entrega.

• Lateness máximo, que consiste em minimizar a maior diferença entre o tempo
de término e a data de entrega das tarefas. A diferença entre o Lateness e o
atraso é que aquele pode assumir valores negativos enquanto que esse não.

Neste trabalho discute-se o problema de sequenciamento em uma máquina em
que o tempo de preparação da máquina dependente da sequência e da família das
tarefas. O agrupamento de tarefas em famílias ocorre, por exemplo, na siderurgia.
Em Bustamante (2007), o autor mostra um processo de fabricação de produtos
siderúrgicos (cantoneira, vergalhão, barra chata etc.) no setor de laminação, em que
as tarefas são agrupadas em famílias de acordo com as semelhanças dos produtos.
No caso, os produtos da mesma família são aqueles que diferenciam entre si apenas
pela espessura. Em tais circunstâncias, o tempo de preparação é tão pequeno e
insignificante em relação ao tempo de processamento das tarefas, que é comum
considerá-lo igual a zero. A vantagem, portanto, de se fazer esse agrupamento, é
que as tarefas pertencentes a uma mesma família, quando processadas em sequência,
não requerem tempo de preparação.

Na Figura 1.1 apresenta-se uma aplicação prática do problema de sequencia-
mento com famílias de tarefas. Neste caso, existem diversos produtos, cada um
com tamanho, espessura e seção diferentes. Produtos que pertencem a uma mesma
família possuem a mesma seção e o mesmo tamanho, ou seja, eles se diferenciam
apenas pela espessura.

Figura 1.1: Produtos

No problema tratado são considerados dois critérios de otimização a serem aten-
didos, a saber: a minimização do makespan e a minimização do atraso total pon-
derado. Isto é, ao invés de se procurar uma solução que satisfaça a um ou outro
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objetivo isoladamente, a meta, neste caso, é obter um conjunto de soluções não-
dominadas, de modo que cada solução pertencente a esse conjunto não seja pior que
nenhuma outra nos dois objetivos simultaneamente.

Em termos de algoritmos para solução de problemas de otimização multiobjetivo,
foi apenas em meados dos anos 80 que uma quantidade considerável de pesquisas
neste campo começaram a ser feitas. A partir daí, surgiram os primeiros algoritmos
multiobjetivos, a maioria deles baseados em algoritmos evolutivos. Atualmente,
existem diversos algoritmos multiobjetivos propostos na literatura (Coello e Lamont,
2004).

Tendo em vista a complexidade computacional dos problemas de sequenciamento,
os métodos mais utilizados para resolvê-los são os metaheurísticos. Revisões da lite-
ratura têm mostrado que métodos inspirados em procedimentos evolutivos, tais como
os algoritmos Nondominated Sorting Genetic Algorithm II - NSGA-II (Deb et al.,
2002) e Strength Pareto Approach – SPEA2 (Zitzler e Thiele, 1999), estão entre os
mais utilizados em otimização multiobjetivo. Entretanto, recentemente surgiram na
literatura relatos de aplicações bem sucedidas de métodos multiobjetivos baseados
em busca local, tais como Multi-objective Variable Neighborhood Search – MOVNS
(Geiger, 2004) e Pareto Iterated Local Search – PILS (Geiger, 2009), conforme mos-
tram os trabalhos de Arroyo et al. (2011), Ottoni et al. (2011) e Minella et al. (2010).
Neste último, por exemplo, mostra-se a superioridade do PILS sobre o SPEA2.

Em vista desse bom desempenho de algoritmos baseados em busca local na so-
lução de problemas similares ao abordado, no presente trabalho são implementadas
adaptações dos algoritmos multiobjetivos MOVNS e PILS na solução do problema
de sequenciamento em estudo. Os algoritmos MOVNS de Arroyo et al. (2011) e
Ottoni et al. (2011) foram adaptados para resolver o problema, dando origem às
variantes MOVNS_Ottoni e MOVNS_Arroyo; enquanto que um nova variante, de-
nominada PLS1, foi desenvolvida a partir da proposição de um novo procedimento
de perturbação para o PILS. Para verificar a eficiência desses algoritmos de busca
local, também foram adaptados ao problema os algoritmos evolutivos NSGA-II e
SPEA2.

1.1 Objetivos
Nesta seção são apresentados os principais objetivos deste trabalho.

1.1.1 Objetivo Geral

O objetivo do presente trabalho é desenvolver um algoritmo multiobjetivo eficiente
para resolver o Problema de Sequenciamento de Tarefas em uma Máquina com
Tempo de Preparação Dependente da Sequência e da Família, tendo como objetivos
a minimização do makespan e do atraso total ponderado.

1.1.2 Objetivos Específicos

São objetivos específicos:
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• Investigar os principais trabalhos da literatura que tratam de algoritmos mul-
tiobjetivos, assim como aqueles que tratam problemas correlatos ao abordado.

• Implementar algoritmos multiobjetivos baseados em busca local e em busca
populacional para resolver o problema tratado.

• Criar um conjunto de instâncias para o problema abordado.

• Realizar experimentos com os algoritmos implementados.

• Comparar os resultados obtidos por cada algoritmo, segundo as métricas de
cardinalidade, distância média, distância máxima, hipervolume e epsilon.

• Verificar a diferença entre os resultados dos algoritmos implementados a partir
do uso de testes estatísticos.

• Publicar os resultados da pesquisa em eventos e periódicos.

1.2 Motivação
O interesse no estudo de problemas de sequenciamento de tarefas ocorre devido a
pelo menos dois aspectos. O primeiro é o interesse prático, uma vez que há diversas
aplicações dessa classe de problemas na indústria, como, por exemplo, nas áreas
têxtil (Gendreau et al., 2001), eletrônica (Kim et al., 2002) e siderúrgica (Tang e
Wang, 2009). Outro aspecto que releva o estudo desse tipo de problema, é o interesse
teórico, visto que a maioria dos problemas de sequenciamento pertencem à classe
NP-difícil (Brucker, 2007).

De nosso conhecimento, não foram encontradas referências na literatura sobre
o estudo do problema abordado. Por outro lado, problemas de sequenciamento de
tarefas podem envolver diversos objetivos, no entanto, grande parte das pesquisas
nesse campo consideram apenas um único objetivo, ou quando mais de um é conside-
rado, geralmente, define-se um único objetivo representado pela combinação linear
dos objetivos envolvidos, ou seja, o problema é tratado normalmente em uma abor-
dagem mono-objetivo. Ao contrário desse procedimento comum, neste trabalho o
problema é tratado com algoritmos de otimização multiobjetivo. Observou-se que
geralmente os problemas multiobjetivos são tratados por meio de algoritmos base-
ados em busca populacional; entretanto, há relatos na literatura de aplicações bem
sucedidas de algoritmos baseados em busca local, por isso, optou-se, neste trabalho,
por desenvolver e comparar o desempenho dessas duas classes de algoritmos.

1.3 Estrutura do Trabalho
O restante deste trabalho está organizado como segue. No capítulo 2 são descritas
as características do problema abordado e no capítulo 3 apresenta-se a revisão bibli-
ográfica, enquanto que no 4 está a metodologia utilizada para o desenvolvimento do
trabalho. No capítulo 5 são apresentados e analisados os resultados dos testes rea-
lizados. O capítulo 6 conclui o trabalho e aponta sugestões para trabalhos futuros.



Capítulo 2

Caracterização do Problema

O problema abordado pode ser definido da seguinte forma: existe um conjunto
J = {1, 2, 3, . . . , n} com n tarefas que estão disponíveis para serem sequenciadas em
uma única máquina a partir do instante zero. Cada tarefa j ∈ J possui um tempo
de processamento pj, uma data de entrega dj e uma penalidade por atraso βj. As
tarefas são agrupadas em f famílias de acordo com suas características, sendo que
cada família i possui ni tarefas. Um tempo de preparação sik é requerido entre a
execução de duas tarefas consecutivas de diferentes famílias i e k e caso elas sejam
da mesma família nenhum tempo de preparação é necessário. A primeira tarefa
a ser executada não requer tempo de preparação. Além disso, não é permitida
preempção, ou seja, o processamento de uma tarefa não pode ser interrompido.
Dada uma sequência π, a cada tarefa j está associado um atraso Tj. Sendo Cj
o instante de conclusão (completion time) da tarefa j, seu atraso é calculado pela
equação (2.1):

Tj = max{Cj − dj, 0} (2.1)

Os objetivos do problema abordado são minimizar, simultaneamente, omakespan
f1(π) e o atraso total ponderado f2(π). Os valores de f1(π) e f2(π) são calculados
por meio das equações (2.2) e (2.3):

f1(π) = max
16j6n

{Cj} (2.2)

f2(π) =
∑

16j6n

βjTj (2.3)

Para ilustrar, considere a instância dada na Tabela 2.1, que contém 5 tarefas
(nomeadas de 1 a 5) e duas famílias (1 e 2). Nessa tabela são apresentados, para cada
tarefa j, a família i à qual pertence, a data de entrega dj, o tempo de processamento
pj e a penalidade por atraso βj, respectivamente:

A Tabela 2.2 mostra o tempo de preparação entre as tarefas de uma família i e
outra tarefa da família k, neste caso tem-se duas famílias 1 e 2.

Neste exemplo, o tempo de preparação entre uma tarefa da família 2 e outra
tarefa da família 1, que serão processadas em sequência, é igual a 1, conforme a
Tabela 2.2. É importante observar que o tempo de preparação depende da sequência,

5



2.0 Caracterização do Problema 6

Tabela 2.1: Instância do problema

Tarefa j Família i dj pj βj
1 2 22 2 15
2 1 16 4 37
3 2 4 6 12
4 2 8 1 21
5 1 13 3 18

Tabela 2.2: Tempo de Preparação entre as Famílias

sik 1 2
1 0 3
2 1 0

ou seja, o tempo de preparação de i para k não necessariamente é igual ao tempo
de preparação de k para i.

Considere uma sequência de exemplo {3, 4, 5, 2, 1}, nesse caso, verifica-se que a
tarefa 3 é a primeira a ser executada e a tarefa 1 é a última. De acordo com as
Equações (2.2) e (2.3) do problema, os valores das funções objetivos são: f1 = 20 e
f2 = 24.

Na Figura 2.1 apresenta-se o gráfico de Gantt correspondente a essa solução.

3 4 5 2 1

0 2 4 6 8 10 12 14 16 18 20 22

Figura 2.1: Sequência relativa ao exemplo

Conforme a Figura 2.1, nenhum tempo de preparação é necessário entre as tarefas
3 e 4, uma vez que elas são da mesma família. Entretanto, entre as tarefas 4 e 5
existe um tempo de preparação que ocorre entre os instantes 7 e 8. Esse tempo de
preparação é necessário porque a tarefa 4 pertence à família 2 e a tarefa 5 pertence à
família 1. Na Figura 2.1 o tempo de preparação é representado pela área hachurada.



Capítulo 3

Revisão Bibliográfica

3.1 Otimização Multiobjetivo
Um problema de otimização multiobjetivo envolve dois ou mais objetivos, normal-
mente conflitantes, que devem ser otimizados. A principal diferença, em relação
à otimização mono-objetivo, é que em problemas de otimização multiobjetivo não
existe uma única solução, mas em vez disso, um conjunto de soluções ótimas, e cada
uma representa um compromisso entre os objetivos do problema.

Uma opção para reduzir a complexidade de um problema de otimização multi-
objetivo é convertê-lo para um problema mono-objetivo atribuindo pesos para os
diferentes objetivos. Dessa forma, uma única função de avaliação é calculada. A
principal dificuldade dessa abordagem é que pesos são atribuídos aos objetivos, de
forma subjetiva, de acordo com importância atribuída pelo tomador de decisão (de-
cision maker – DM). Essa abordagem assume que o DM tem, a priori, conhecimento
da importância dos diferentes objetivos, o que é muito difícil de conseguir. Por ou-
tro lado, em uma abordagem multiobjetivo, as soluções são avaliadas e classificadas
conforme o conceito de dominância.

3.1.1 Definição

Geralmente, em problemas de otimização multiobjetivo, tem-se um conjunto de m
variáveis de decisão e um conjunto de n funções objetivos. Um vetor de decisão x ∈
X do problema especifica um valor para cada umas das m variáveis de decisão. X é
denotado como o espaço de decisão. Os n objetivos, normalmente, são conflitantes.
O resultado para as n funções objetivos define o espaço de objetivos Y de dimensão
n, também chamado de espaço de soluções. Assim, a n-ésima função objetivo fn(x) é
descrita por fn(x) : Rm → R e o vetor de funções f(x) definida por f(x) : Rm → Rn.
A região factível do problema Xf é um subconjunto de X definido pelas restrições
do problema. Assim, o problema de otimização multiobjetivo pode ser formulado
da seguinte maneira:

Minimizar f(x) = (f1(x), f2(x), . . . , fn(x))

sujeito a gj(x) ≥ 0 j = 1, 2, . . . , J

hk(x) = 0 k = 1, 2, . . . , K (3.1)

7
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A região factível com o espaço de objetivos Yf pode ser descrita por Yf = f(Xf ).
A função de avaliação multiobjetivo f : X → Y mapeia as variáveis de decisão

x = {x1, x2, · · · , xm} para o vetor de objetivos y = {y1, y2, · · · , yn}. Essa situação é
representada na Figura 3.1, que considera m = 2 e n = 3.

X = {x ∈ Rm}
Y = {y ∈ Rn}

x2

x1

f1

f2

f3

f

Espaço de Decisão Espaço de Objetivos

Figura 3.1: Mapeamento das Variáveis de Decisão

Alguns conceitos de otimização multiobjetivo (Arroyo, 2002; Coello et al., 2007;
Takahashi, 2004) são necessários para o melhor entendimento dos algoritmos pro-
postos:

Definição 1 (Pareto Dominância) Para quaisquer duas soluções x1, x2 ∈ Xf ,
sendo Xf o conjunto de soluções factíveis, e para uma função vetorial f(x) =
(f1(x), f2(x), ..., fn(x)) : X → Z, tem-se que, x1 domina x2 se a imagem de x1

domina a imagem de x2, isto é, f(x1) 6 f(x2) e f(x1) 6= f(x2). O conceito de Pa-
reto dominância estabelece a relação ≺ entre dois vetores de decisão. Assim, x1 ≺ x2

denota que o vetor de decisão x1 domina o vetor de decisão x2.

Definição 2 (Soluções Não-Comparáveis) Para quaisquer duas soluções x1, x2

∈ Xf , sendo Xf o conjunto de soluções factíveis, e para uma função vetorial f(x) =
(f1(x), f2(x), ..., fn) : X → Z, diz-se que x1 e x2 são não comparáveis se nem x1

domina x2 e nem x2 domina x1.

Definição 3 (Solução Pareto-ótima) Uma solução x∗ ∈ Xf é uma solução
Pareto-ótima se não existe qualquer outra solução x ∈ Xf , tal que x domine x∗;
z∗ = f(x∗) é chamado de ponto eficiente ou ponto Pareto-ótimo.

Definição 4 (Conjunto Pareto-ótimo) O conjunto Pareto-ótimo P , ou conjunto
Pareto-ótimo global para um problema de otimização multiobjetivo é definido como:

P = {x∗ ∈ Xf | @x ∈ Xf : f(x) ≺ f(x∗)} (3.2)
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Definição 5 (Fronteira Pareto-ótima) A fronteira Pareto-ótima F , ou fronteira
Pareto-ótima global para um problema de otimização multiobjetivo corresponde à
imagem do conjunto Pareto-ótimo, sendo definida como:

F = {y = f(x) : x ∈ P} (3.3)

Existem diversas relações de ordem entre duas soluções x1, x2 ∈ Xf . Uma lista
das mais comuns é apresenta na Tabela 3.1

Tabela 3.1: Relações de Dominância

relação notação interpretação
domina estritamente x1 ≺≺ x2 fn(x1) < fn(x2) ∀n
domina x1 ≺ x2 fn(x1) ≤ fn(x2) ∀n ∧ ∃i : fi(x1) < fi(x2)
domina fracamente x1 � x2 fn(x1) ≤ fn(x2) ∀n
não-comparáveis x1 ‖ x2 ¬(x1 � x2) ∧ ¬(x2 � x1)
indiferente x1 ∼ x2 fn(x1) = fn(x2) ∀n

3.1.2 Métodos Clássicos

Nesta seção são apresentados os métodos tradicionais para resolver problemas de
otimização multiobjetivo.

3.1.2.1 Método da Soma Ponderada

Este método consiste em criar um modelo mono-objetivo a partir da ponderação das
n funções objetivos através da atribuição de pesos para cada função. Dessa forma,
o método de soma ponderada para um problema de otimização multiobjetivo pode
ser definido da seguinte forma:

f(x) =
n∑
i=1

wifi(x) (3.4)

ou seja, cada função objetivo fi é multiplicada por um peso wi, com wi ≥ 0. Além
disso, geralmente a soma dos pesos é normalizada:

n∑
i=i

wi = 1 (3.5)

Analisando a função f(x) obtida pela combinação linear das funções fi, pode-se
afirmar que a solução fornecida por esse método será um ponto da frente Pareto-
ótima. A definição de qual é o ponto da fronteira Pareto-ótima depende da atribuição
dos pesos para cada função objetivo.

A Figura 3.2 representa a interpretação do problema de soma ponderada no
espaço de objetivos: O processo inicia a partir de um hiperplano, cuja inclinação é
definida pelo vetor w. Então o algoritmo de otimização determina outros hiperplanos
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paralelos ao inicial buscando a minimização da distância entre o hiperplano e a
origem do espaço de objetivos Y , com restrição de que o hiperplano contenha algum
ponto de Yf . O algoritmo converge para o hiperplano h∗, que possui um único ponto
de interseção com o conjunto Pareto Y ∗, que é o ponto y∗ (Takahashi, 2004).

f1

f2

h∗

Y ∗

y∗

Yf

Figura 3.2: Função Ponderada

3.1.2.2 Método ε-Restrito

O método ε-restrito, introduzido por Haimes et al. (1971), é um das técnicas de oti-
mização multiobjetivo mais conhecidas. Nele apenas um dos objetivos do problema
é otimizado, de modo que os outros objetivos são transformados em restrições. Uti-
lizando esse método, um problema de otimização multiobjetivo pode ser modelado
da seguinte maneira:

Minimizar fµ(x),

sujeito a fm(x) ≥ εm m = 1, 2, . . . ,M e m 6= µ

gj(x) ≥ 0 j = 1, 2, . . . , J

hk(x) = 0 k = 1, 2, . . . , K

O método ε-restrito tem algumas vantagens sobre o método de soma ponderada
(Mavrotas, 2009):

• Para problemas lineares, o método de soma ponderada é aplicado para a re-
gião factível original e o resultado é uma solução localizada na extremidade
do conjunto. Por outro lado, o método ε altera a região factível original e
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assim consegue produzir soluções eficientes que não estão localizadas nas ex-
tremidades do conjunto. Dessa forma, o método ε-restrito pode obter uma
representação mais rica do conjunto eficiente.

• No método de soma ponderada a escala das funções objetivos tem forte in-
fluência na obtenção dos resultados. Por isso, é necessário definir uma escala
comum para as funções objetivos antes de formar a soma ponderada. No
método ε-restrito isso não é preciso.

Uma desvantagem do método ε-restrito é a dificuldade em escolher o melhor
valor mais adequado para εm. Pode-se destacar os seguintes problemas causados
pela configuração indevida desse parâmetro (Takahashi, 2004):

1. O ponto obtido pode não ser eficiente;

2. Os valores de εm podem tornar o problema infactível.

3.2 Métricas de Avaliação de Desempenho
A comparação de dois conjuntos de pontos não-dominados, A e B, obtidos respec-
tivamente por dois algoritmos de otimização multiobjetivo não é uma tarefa trivial.
Diversas métricas de avaliação de desempenho de algoritmos multiobjetivo têm sido
propostas na literatura (Hansen e Jaszkiewicz, 1998; Zitzler et al., 2000; Deb e Jain,
2002; Fonseca et al., 2005). Elas devem ser escolhidas de forma adequada para
realizar uma comparação justa dos algoritmos.

Neste trabalho são utilizadas cinco métricas de avaliação de desempenho, a saber:
cardinalidade (Hansen e Jaszkiewicz, 1998), distância média (Czyzżak e Jaszkiewicz,
1998), distância máxima (Knowles e Corne, 2002), hipervolume (Zitzler e Thiele,
1998) e epsilon (Fonseca et al., 2005). Em Fonseca et al. (2005) é mostrado que as
métricas hipervolume e epsilon fornecem medidas confiáveis principalmente quando
dois algoritmos possuem desempenhos semelhantes.

A qualidade do conjunto de pontos não-dominados obtidos por um algoritmo,
para uma determinada instância, é avaliada com relação ao conjunto constituído por
todos os pontos não-dominados encontrados em todos os experimentos realizados.
Este conjunto é denominado conjunto de pontos de referência R.

A seguir apresentam-se as definições das métricas utilizadas:

3.2.1 Métrica de Cardinalidade

A métrica de cardinalidade C1R mensura a quantidade de soluções não-dominadas
(geradas por um algoritmo A) presentes no conjunto de referência, sendo pela Equa-
ção (3.6):

C1R(A) =
|A ∩R|
|R|

× 100 (3.6)

em que C1R(A) é a cardinalidade do conjunto A de soluções não-dominadas em
relação ao conjunto de referência R. O valor de C1R(A) está no intervalo [0, 100],
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de modo que C1R(A) = 100 significa que todas as soluções do conjunto R estão em
A e C1R(A) = 0 significa que nenhuma solução de R está em A.

Uma desvantagem da métrica de cardinalidade é que ela não consegue avaliar a
distribuição das soluções do conjunto em relação ao conjunto de referência, tampouco
a proximidade de um conjunto de soluções em relação ao conjunto de referência.

3.2.2 Métricas de Distância

As métricas de distância avaliam a proximidade entre o conjunto de referência R e
um conjunto de soluções não-dominadas A. Segundo Czyzżak e Jaszkiewicz (1998),
a métricaD1R informa sobre a distância média de s ∈ R para a solução mais próxima
em A, enquanto que a métrica Dmax informa sobre o pior caso. Os valores de D1R
e Dmax são obtidos pela aplicação das equações (3.7) e (3.8), respectivamente:

D1R =
1

|R|
∑
s∈R

{
min
s′∈A
{d(s, s′)}

}
(3.7)

Dmax = max
s∈R

{
min
s′∈A
{d(s, s′)}

}
(3.8)

sendo d(s, s′) calculado pela expressão (3.9):

d(s, s′) =
√

(f ∗1 (s)− f ∗1 (s′))2 + (f ∗2 (s)− f ∗2 (s′))2 (3.9)

3.2.3 Métrica hipervolume

O hipervolume ou S metric é uma métrica frequentemente utilizada para comparar
resultados de algoritmos multiobjetivos. Ela avalia a distribuição do conjunto de
soluções em relação ao espaço de busca e foi proposta por Zitzler e Thiele (1998). O
hipervolume de um conjunto de soluções A mede a área coberta ou dominada pelo
conjunto A de pontos obtido por um algoritmo. Para calcular o hipervolume de
um conjunto de soluções é necessário definir um ponto de referência. Em problemas
de maximização é comum utilizar o ponto (0, 0), enquanto que em problemas de
minimização um ponto de referência (x, y) é usado para limitar essa área. A área
sombreada da Figura 3.3 define o hipervolume de um conjunto de soluções A para um
problema com duas funções objetivo f1 e f2, em que o ponto (x, y) foi definido como
limite superior. Denotamos por H(A) o hipervolume de um conjunto de soluções A
em relação a um ponto de referência.

A métrica diferença do hipervolume H−(A) fornece a área do espaço de objetivos
de um conjunto de soluções A que é fracamente dominada pela área do espaço de
objetivos do conjunto R. O valor de H(A) é calculado pela Equação (3.10).

H−(A) = H(R)−H(A) (3.10)

Na Figura 3.4 a área hachurada representa a diferença de hipervolume H−(A)
para um conjunto de soluções A em relação a um conjunto de referência R:

Como H(R) ≥ H(A), quanto menor o valor de H−(A), melhor será a qualidade
do conjunto A, sendo que o valor mínimo para essa métrica é zero.
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f1

f2

r(x, y)

r r
r

H(A)

Figura 3.3: Hipervolume

f1

f2

(x, y)

A
R

Figura 3.4: Diferença do Hipervolume

3.2.4 Métrica epsilon

A métrica epsilon multiplicativo foi proposta por Zitzler et al. (2003). Essa métrica
é baseada no conceito de ε-dominância. Dizemos que um vetor de objetivos za =
(za1 , z

a
2 , . . . , z

a
n) ∈ Z ε-domina um outro vetor de objetivos zb = (zb1, z

b
2, . . . , z

b
n) ∈ Z,

em um problema de minimização, se e somente se:

∀i ∈ {1, . . . , n} : zai 6 ε · zbi (3.11)

A Figura 3.5 ilustra o funcionamento da ε-dominância para uma solução za em
relação a três diferentes valores de ε. A Figura 3.5(a) considera um valor de ε menor
que 1; nesta situação é possível observar que a solução za ε-domina as soluções zb, zd
e ze. A Figura 3.5(b) considera um valor de ε é igual a 1; neste caso, a solução
za ε-domina as soluções zd e ze. Por fim, na Figura 3.5(c), em que o valor de ε é
maior que 1, a solução za ε-domina apenas a solução zd.

O valor da métrica epsilon multiplicativo (Iε) para dois conjuntos aproximados
A e B representa o valor mínimo pelo qual cada ponto pertencente a B deve ser
multiplicado de forma que o resultado seja fracamente dominado por A. O valor de
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(a) ε < 1 (b) ε = 1

(c) ε > 1

ε× za1

ε× za2

f1

f2

f1

f2

f1

f2

ε× za1

ε× za2

ε× za1

ε× za2

za

zb

zc

zdze

za

zb

zc

zdze

za

zb

zc

zdze

Figura 3.5: Epsilon

ε pode ser calculado conforme a Equação (3.12):

Iε(A,B) = max
zb∈B

{
min
za∈A

{
max
16i6r

zai
zbi

}}
(3.12)

Observa-se que o valor de ε precisaria ser calculado para todos os pares de resul-
tados com a finalidade de comparar os algoritmos. Todavia, Fonseca et al. (2005)
propuseram uma versão unária em que A é o conjunto de soluções não-dominadas
fornecida por cada algoritmo e o valor de ε é calculado apenas em relação ao conjunto
das melhores soluções conhecidas R. Desta forma, temos que I1

ε (A) = Iε(A,R).
Como Iε(A,R) mede a distância máxima do conjunto A com relação a R, então

um valor próximo a 1 da medida I1
ε (A) indica uma boa qualidade do conjunto A.

3.3 Algoritmos Multiobjetivos
Nesta seção são apresentados os algoritmos multiobjetivos estudados.
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3.3.1 MOVNS

Geiger (2004) trata o problema de flow shop em que existe um conjunto de tarefas e
cada uma deve ser processada em série por um conjunto de máquinas, sendo que a
sequência de processamento deve ser a mesma para todas as tarefas. Sete objetivos
foram considerados e combinados para a realização dos experimentos. Os objetivos
são: minimização do makespan; minimização do tempo de término total; minimi-
zação do atraso máximo; minimização do atraso total; minimização do número de
tarefas atrasadas; minimização do tempo máximo ocioso e minimização do tempo
total ocioso. Os objetivos foram combinados em funções com 2 a 6 objetivos. O
autor propôs o Multi-objective Variable Neighborhood Search (MOVNS), que é um
algoritmo multiobjetivo baseado na metaheurística Variable Neighborhood Search
(VNS) de Mladenovic e Hansen (1997). O algoritmo foi executado para resolver 100
instâncias testes com 10 tarefas e 10 máquinas. As métricas utilizadas foram a dis-
tância média e a distância máxima. Os resultados do algoritmos foram comparadas
com o conjunto Pareto-ótimo obtido a partir de enumeração completa.

O Algoritmo 1 apresenta a versão básica do MOVNS.

Algoritmo 1: MOVNS
Entrada: critério de parada
Saída: ND

1 ND ← Solução Inicial();
2 enquanto critério de parada não satisfeito faça
3 Selecione uma solução s ∈ ND | s ainda não foi visitada;
4 Marque s como visitada ;
5 Selecione uma estrutura de vizinhança N i ∈ N1, . . . , Nk ;
6 Selecione aleatoriamente uma solução vizinha s′ ∈ N i(s) ;
7 para cada s′′ ∈ N i(s′) faça
8 ND ← Conjunto de soluções não-dominadas de ND ∪{s′′} ;
9 fim

10 se @s ∈ ND | s não foi visitada então
11 Marque todas as soluções de ND como não visitadas ;
12 fim
13 fim
14 retorna ND ;

O Algoritmo 1 inicia, na linha 1, com um conjunto de soluções não-dominadas
(ND). A cada iteração seleciona-se aleatoriamente uma solução ainda não visitada do
conjunto ND (linha 3), marcando-a como visitada (linha 4). Em seguida, seleciona-
se aleatoriamente uma estrutura de vizinhança N i (linha 5) com a finalidade de gerar
uma solução vizinha s′ (linha 6). Na próxima etapa, o conjunto ND é atualizado
com todas as soluções s′′ pertencentes a N i(s′) de acordo com o conceito de Pareto
dominância (linha 8). Por fim, é verificado se todas as soluções do conjunto ND
estão marcadas como visitadas; caso afirmativo, marca-se todas as soluções de ND
como não visitadas. O laço é repetido enquanto o critério de parada não estiver
satisfeito.
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3.3.2 MOVNS Ottoni et al. (2011)

Em Ottoni et al. (2011) os autores examinam o problema de programação de tarefas
job scheduling em que n tarefas devem ser processadas em uma única máquina, que
pode processar uma tarefa de cada vez. As tarefas estão disponíveis para serem
processadas a partir do instante zero. Para processar duas tarefas consecutivas um
tempo de preparação é necessário. Podem ocorrer tempos de ociosidade, ou seja,
a máquina pode ficar parada em alguns instantes. O autor propôs a incorporação
de um novo método de intensificação ao algoritmo MOVNS. Os experimentos foram
realizados em um conjunto de 72 instâncias com número de tarefas entre 20 e 100. O
resultado foi comparado com a versão original do MOVNS considerando as métricas
de cardinalidade, distância média, distância máxima e hipervolume. O algoritmo
proposto foi superior ao MOVNS original em relação à todas as métricas avaliadas.

A variante do MOVNS proposta por Ottoni et al. (2011), nomeada neste trabalho
de MOVNS_Ottoni, consiste em adicionar um procedimento de intensificação entre
as linhas 12 e 13 do Algoritmo 1. O pseudocódigo desse procedimento é apresentado
no Algoritmo 2.

A intensificação é iniciada com a etapa de destruição (linhas 4 – 8), na qual nr
tarefas são removidas da solução s. Esta estratégia resulta na formação de uma
solução parcial sp e de uma sequência de tarefas removidas sr, sendo esta última
composta pelas tarefas que foram retiradas de s enquanto a primeira é composta
pelas (n − nr) tarefas restantes. Em seguida, a solução é reconstruída inserindo-se
(nr − 1) tarefas em sp (linhas 9 – 19). Para tanto, uma tarefa de sr é inserida em
todas as possíveis posições de sp, sendo escolhida a posição que fornece o melhor
sequenciamento parcial avaliado segundo uma função de avaliação f dada pela pon-
deração dos objetivos f1 e f2, com pesos w1 e w2, respectivamente. O procedimento
anterior é repetido até que as (nr − 1) tarefas de sr sejam inseridas em sp. Em
seguida, (linhas 20 – 23), a solução parcial sp sofre a inserção da última tarefa de sr
em todas as possíveis posições de sp. Todas as soluções geradas por essa inserção
(linha 21) são adicionadas no conjunto ND, mas somente as soluções não-dominadas
são mantidas (linha 22).

3.3.3 MOVNS Arroyo et al. (2011)

O problema de sequenciamento em uma máquina com janelas de tempo é abordado
por Arroyo et al. (2011). Neste problema existe um conjunto de n tarefas que devem
ser processadas por uma única máquina. A máquina pode processar apenas uma
tarefa de cada vez. Cada tarefa está disponível para ser processada a partir do
instante zero. Um tempo de preparação da máquina é necessário entre a execução
de duas tarefas. Os autores consideraram dois objetivos, o primeiro é minimizar a
soma do atraso e adiantamento ponderado, e o segundo é minimizar o fluxo total.
Para resolver o problema foi proposto um novo algoritmo MOVNS combinado com
um processo de intensificação, sendo este, diferente do proposto em Ottoni et al.
(2011).

A outra variante do MOVNS analisada neste trabalho foi proposta por Arroyo
et al. (2011), sendo nomeada MOVNS_Arroyo. Ela consiste em adicionar uma
intensificação diferente entre as linhas 12 e 13 do Algoritmo 1. O pseudocódigo
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Algoritmo 2: Intensificação de Ottoni et al. (2011)
Entrada: s, nr, ND
Saída: ND

1 sr ← ∅ ;
2 sp ← s ;
3 Selecione aleatoriamente pesos w1, w2 ∈ [0, 1] tal que w1 + w2 = 1;
4 para i← 1 até nr faça
5 Seja sp(j) a j-ésima tarefa de sp escolhida aleatoriamente;
6 Remova sp(j) de sp;
7 Adicione sp(j) à sr;
8 fim
9 para i← 1 até (nr − 1) faça

10 f ∗p ←∞ ;
11 para j ← 1 até (n− nr + i) faça
12 s′ ← resultado da inserção da i-ésima tarefa de sr na j-ésima posição

de sp ;
13 se f(s′) < f ∗p então
14 s∗p ← s′ ;
15 f ∗p ← f(s′) ;
16 fim
17 fim
18 sp ← s∗p ;
19 fim
20 para j ← 1 até n faça
21 s′ ← inserção da última tarefa de sr na j-ésima posição de sp ;
22 ND ← soluções não-dominadas obtidas de ND ∪{s′} ;
23 fim
24 retorna ND ;

desse procedimento é apresentado no Algoritmo 3.
A intensificação é iniciada com a etapa de destruição (linhas 3 – 7), na qual nr

tarefas são removidas da solução s. Esta estratégia resulta na formação de uma
solução parcial sp e de uma sequência de tarefas removidas sr, sendo esta última
composta pelas tarefas que foram retiradas de s enquanto a primeira é composta
pelas (n− nr) tarefas restantes. O conjunto de soluções parciais NDa é inicializado
com a solução parcial sp (linha 8).

Em seguida, nas linhas 9 – 18, a solução é reconstruída inserindo-se nr tarefas
em sp. Para tanto, um outro conjunto ND b de soluções parciais é inicializado como
um conjunto vazio. Em seguida, para cada solução sp presente no conjunto NDa

uma tarefa i de sr é inserida em todas as possíveis posições de sp. As soluções
geradas são adicionadas ao conjunto de soluções parciais ND b, sendo que apenas as
soluções não-dominadas são mantidas em ND b. Na sequência (linha 17), as soluções
do conjunto ND b são salvas em NDa. O procedimento entre as linhas 10 e 17 é
repetido para as nr tarefas de sr. Ao final da etapa de reconstrução, um conjunto
de soluções não-dominadas completas será encontrado no conjunto NDa. Por fim,
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Algoritmo 3: Intensificação de Arroyo et al. (2011)
Entrada: s, nr, ND
Saída: ND

1 sr ← ∅ ;
2 sp ← s ;
3 para i← 1 até nr faça
4 Seja sp(j) a j-ésima tarefa de sp escolhida aleatoriamente;
5 Remova sp(j) de sp ;
6 Adicione sp(j) à sr ;
7 fim
8 NDa ← sp ;
9 para i← 1 até nr faça

10 ND b ← ∅ ;
11 para cada sp ∈ NDa faça
12 para j ← 1 até (n− nr + i) faça
13 s′ ← resultado da inserção da i-ésima tarefa de sr na j-ésima

posição de sp ;
14 ND b ← soluções não-dominadas obtidas de ND b ∪ {s′} ;
15 fim
16 fim
17 NDa ← ND b ;
18 fim
19 ND← soluções não-dominadas obtidas de (ND ∪ NDa);
20 retorna ND ;

na linha 19, o conjunto ND receberá o conjunto não-dominado da união entre ND
e NDa.

3.3.4 PILS

O algoritmo Pareto Iterated Local Search PILS foi proposto em Geiger (2006). Pos-
teriormente, outros trabalhos propuseram novos aperfeiçoamentos para este método.

Em Geiger (2009) apresenta-se uma versão do algoritmo PILS para resolver o
problema de flow shop multiobjetivo em que um conjunto de J tarefas que precisam
ser processadas em um conjunto deM máquinas. Neste último trabalho, foram feitas
duas diferentes abordagens: na primeira considerou-se dois objetivos para serem
minimizados: o makespan e o atraso total ponderado; enquanto que na segunda
modelagem examinou-se três objetivos a serem minimizados o makespan, o tempo
médio de término e o tempo médio de atraso. Geiger (2009) realizou experimentos
em dois conjuntos de instâncias, utilizando as métricas de distância média e distância
máxima. A comparação foi feita em relação às soluções ótimas para as instâncias
pequenas, enquanto que para as instâncias maiores a análise foi feita baseada nos
melhores resultados encontrados na literatura. Os experimentos foram realizados
em instâncias de 20 a 100 tarefas e 5 a 20 máquinas.

O PILS é um algoritmo de otimização multiobjetivo cuja estrutura se baseia na
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metaheurística Iterated Local Search – ILS (Lourenço et al., 2003). Apresenta-se no
Algoritmo 4 o pseudocódigo básico do PILS.

Algoritmo 4: PILS
Entrada: critério de parada

1 ND ← Solução Inicial();
2 Selecione uma solução s ∈ ND ;
3 enquanto critério de parada não satisfeito faça
4 i← 1 ;
5 enquanto i < k∧ critério de parada não satisfeito faça
6 para cada s′ ∈ N i(s) faça
7 ND ← soluções não-dominadas obtidas de ND ∪ {s′} ;
8 fim
9 se ∃s′ ∈ N i(s) | s′ domina s então

10 s← s′ ;
11 Reordene as vizinhanças N1, . . . , Nk, em uma ordem aleatória ;
12 i← 1 ;
13 fim
14 senão
15 i++;
16 fim
17 fim
18 Marque s como visitada ;
19 se ∃s′ ∈ ND | s′ainda não foi visitada então
20 s← s′;
21 fim
22 senão
23 Selecione uma solução s′ ∈ ND ;
24 s′′ ← Perturbação(s′) ;
25 s← s′′ ;
26 fim
27 fim
28 retorna ND ;

No Algoritmo 4, obtém-se, inicialmente, um conjunto de soluções não-dominadas
(ND) (linha 1). Em seguida, seleciona-se aleatoriamente uma das soluções do con-
junto ND (linha 2) para ser a solução corrente s. A cada iteração do laço mais
externo (linhas 3 – 27), explora-se toda a vizinhança de s (linhas 5 – 17). Nesse
laço, caso uma solução vizinha domine s (linha 9), então essa solução vizinha passa
a ser a nova solução corrente. Além disso, as vizinhanças são reordenadas aleatoria-
mente e o procedimento retorna à primeira vizinhança na nova ordem gerada. Após
visitar toda a vizinhança da solução corrente, marca-se s como visitada (linha 18).
Em seguida, caso exista solução não-visitada no conjunto ND (linha 19), uma so-
lução não-visitada é selecionada aleatoriamente como a solução corrente. Por outro
lado, se todas as soluções ja tiverem sido visitas, seleciona-se aleatoriamente uma
solução do conjunto ND (linha 23) e aplica-se uma perturbação (linha 24), que gera
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uma solução s′′; em seguida essa solução passa a ser a nova solução corrente. O
laço mais externo (linhas 3 – 27) é repetido enquanto o critério de parada não for
satisfeito.

Uma solução é perturbada com o objetivo de explorar outras regiões do espaço
de busca. A estratégia de perturbação original do PILS, de Geiger (2009), funciona
da seguinte forma: inicialmente uma solução π do conjunto ND é selecionada ale-
atoriamente. A seguir, escolhe-se aleatoriamente uma posição j ≤ n − 4 e quatro
tarefas consecutivas de π nas posições j, j+1, j+2, j+3. Uma solução vizinha s′′ é,
então, gerada aplicando-se o movimento de troca das tarefas das posições j e j + 3,
assim como das tarefas j + 1 e j + 2. Dessa forma, as tarefas anteriores à tarefa j e
as tarefas seguintes às tarefas j + 3 continuam em suas respectivas posições após a
aplicação da perturbação.

π π j πj+1πj+2πj+3

Figura 3.6: Perturbação Original

A Figura 3.6 ilustra o funcionamento da perturbação realizada pelo método PILS
proposto por Geiger (2009). Para realizar esse procedimento, são selecionadas quatro
tarefas consecutivas de uma solução nas posições j, j + 1, j + 2, j + 3, e em seguida
são realizadas duas trocas, a primeira entre as tarefas j e j + 3 e a segunda entre as
tarefas j + 1 e j + 2.

3.3.5 NSGA-II

O Nondominated Sorting Genetic Algorithm II (NSGA-II) é um algoritmo de otimi-
zação multiobjetivo proposto por Deb e Jain (2002). Ele é resultado de uma melhoria
feita no algoritmo NSGA, proposto por Srinivas e Deb (1994). Basicamente, foram
feitas três principais mudanças: aperfeiçoamento do processo de ordenação das solu-
ções não-dominadas, adição de elitismo e a eliminação da necessidade do parâmetro
σshare para incrementar a variedade da população.

3.3.5.1 Fast Non-Dominated Sorting

Para ordenar uma população, o NSGA-II utiliza o método Fast Non-Dominated
Sorting, que tem complexidade O(MN2), sendo M o número de objetivos e N
o tamanho da população. Este método recebe como parâmetro de entrada uma
população P e retorna um conjunto de frentes não-dominadas F = (F1,F2, . . . ,Fk).

O Algoritmo 5 apresenta o pseudocódigo do Fast Non-Dominated Sorting, que
compara todas as possíveis soluções p e q presentes na população P , sendo p diferente
de q. Caso p domine q, então a solução q é inserida no conjunto Sp, caso q domine p,
então np é incrementado em uma unidade. Na linha 12, verifica-se o valor de np, caso
ele seja igual a zero, então a solução p é inserida na primeira fronteira F1 (linha 13),
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Algoritmo 5: Fast Non-Dominated Sorting
Entrada: P

1 para cada p ∈ P faça
2 Sp ← ∅ ;
3 np = 0 ;
4 para cada q ∈ P faça
5 se (p ≺ q) então
6 Sp ← Sp ∪ {q} ;
7 fim
8 senão se (q ≺ p) então
9 np ← np + 1 ;

10 fim
11 fim
12 se (np = 0) então
13 F ← F ∪ {p} ;
14 fim
15 fim
16 i← 1 ;
17 enquanto F 6= ∅ faça
18 Q← ∅ ;
19 para cada p ∈ Fi faça
20 para cada q ∈ Sp faça
21 nq ← nq − 1 ;
22 se (nq = 0) então
23 Q← Q ∪ q ;
24 fim
25 fim
26 fim
27 i← i + 1 ;
28 Fi ← Q ;
29 fim
30 retorna F ;

pois ela não é dominada por nenhuma outra solução. Em seguida, cria-se um novo
laço (linha 17 – 29) para gerar as demais fronteiras. Nesse laço, percorre-se cada
solução p da fronteira Fi, e todas as q soluções de Sp realizando um decremento em
nq. Caso o valor de nq alcance o valor zero, então a solução q é incluída em Q. Após
percorrer todas as soluções de Fi, o valor de i é incrementado e atribui-se Q para
a fronteira Fi. Esse laço é repetido enquanto for possível gerar uma nova fronteira
para as soluções de P .

3.3.5.2 Crowding Distance

Para estimar a densidade de soluções em volta de um certo ponto da população,
é calculada a distância média entre os dois pontos adjacentes deste, para cada um
dos objetivos. A medida idistance serve como uma estimativa do tamanho do maior
cubóide que envolve o ponto i, sem incluir nenhum outro ponto da população. Solu-
ções localizadas em regiões com menor número de pontos recebem um valor maior
do que soluções localizadas em regiões com maior número de pontos em relação ao
espaço de objetivos.

O algoritmo que calcula o valor para a crowding distance é apresentado pelo
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Algoritmo 6:

Algoritmo 6: crowding distance
Entrada: I

1 l← |I| ;
2 para cada i ∈ I faça
3 I[i]← 0 ;
4 fim
5 para cada objetivo m faça
6 I ← ordenar(I,m) ;
7 I[1]←∞ ;
8 I[l]←∞ ;
9 para i = 2 to (l − 1) faça

10 I[i]← I[i] + (I[i+ 1].m− I[i− 1].m)/(fmax
m − fmin

m ) ;
11 fim
12 fim
13 retorna I ;

O Algoritmo 6 recebe como entrada um conjunto de soluções I. Este conjunto
tem tamanho l e, inicialmente, é atribuído o valor zero para a crowding distance
de todos os indivíduos de I. A cada iteração do laço mais externo (linha 5 – 12):
1) ordenam-se as soluções do conjunto I (linha 6), considerando cada objetivo m;
2) atribui-se infinito para o valor da crowding distance da primeira (linha 7) e da
última solução de I (linha 8). Em seguida, o algoritmo entra no laço mais interno
(linha 9 – 11), no qual é feito o cálculo da crowding distance para cada solução i
(linha 10), com i variando de 2 a l − 1. O laço mais externo é repetido para os m
objetivos. O método retorna o valor da crowding distance para todas as soluções do
conjunto I.

No Algoritmo 7 apresenta-se o pseudocódigo do algoritmo NSGA-II.
O algoritmo NSGA-II parte de um população inicial P0 (linha 2) de tamanho

pop, em que pop é um parâmetro de entrada. A cada iteração do laço principal
(linha 5 – 25 ), as populações de pais Pt e de filhos Qt se unem formando a popu-
lação Rt (linha 6). O método fast non-dominated sorting é aplicado em Rt (linha
7), para dividir a população em conjuntos não-dominados, denominados fronteiras,
F1,F2, . . . ,Fk, onde, Fi domina Fj, se e somente se, i < j e Rt = F1 ∪ F2 . . .Fk.
Em seguida, selecionam-se as i melhores fronteiras de F , com o objetivo de for-
mar a população Pt+1. Caso as fronteiras selecionadas não formem um conjunto de
tamanho N , ordenam-se os indivíduos da fronteira i + 1 de acordo com crowding
distance e escolhem-se os N − |Pt+1| primeiros para a população Pt+1. Na linha 23
uma população filha Qt é criada a partir da aplicação de operadores de cruzamento
e de mutação em uma população Pt+1.

3.3.6 SPEA2

O Strength Pareto Evolutionary Algorithm 2 (SPEA2) é um algoritmo evolucionário
que foi desenvolvido por Zitzler e Thiele (1999) para problemas de otimização multi-
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Algoritmo 7: NSGA-II
Entrada: pop, tc, tm, critério de parada

1 ND ← Solução Inicial();
2 P0 ← Solução Inicial Aleatória(pop, ND) ;
3 Q0 ← ∅ ;
4 t← 0 ;
5 enquanto critério de parada não satisfeito faça
6 Rt ← Pt ∪Qt ;
7 F ← Fast non-dominated sorting(Rt) ;
8 Pt+1 ← ∅ ;
9 i← 1 ;

10 enquanto |Pt+1|+ |Fi| ≤ N faça
11 Atribuir Crowding Distance(Fi) ;
12 Pt+1 ← Pt+1 ∪ Fi ;
13 i← i+ 1 ;
14 fim
15 se |Pt+1| < N então
16 Ordenar(Fi,≺n);
17 j = 1 ;
18 enquanto |Pt+1| < N faça
19 Pt+1 ← Pt+1 ∪ Fi[j] ;
20 j ← j + 1 ;
21 fim
22 fim
23 Qt+1 ← Gerar Indivíduos da Próxima Geração(Pt+1, tc, tm) ;
24 t← t+ 1 ;
25 fim
26 ND ← soluções não-dominadas obtidas de Pt ;
27 retorna ND ;

objetivo. Ele preserva algumas características do seu antecessor, o SPEA, como por
exemplo, a manutenção de um arquivo externo que armazena o conjunto de soluções
não-dominadas. Entretanto, em três aspectos principais o SPEA2 diferencia-se do
SPEA:

• A estratégia de atribuição da função de aptidão no SPEA2 considera, para
cada indivíduo, tanto o número de soluções que o dominam quanto o número
de soluções dominadas por ele.

• O SPEA2 utiliza uma técnica de estimativa de densidade da vizinhança incor-
porada à função de aptidão dos indivíduos; dessa forma, o processo de busca
se torna mais preciso.

• No SPEA2 o algoritmo de agrupamento foi substituído por um novo método de
truncamento, que previne a exclusão de soluções localizadas nas extremidades.

O pseudocódigo do SPEA2 é apresentado no Algoritmo 8.
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Algoritmo 8: SPEA2
Entrada: pop, tc, tm, critério de parada

1 ND ← Solução Inicial();
2 P0 ← Solução Inicial Aleatória(pop, ND) ;
3 A0 ← ∅ ;
4 t← 0 ;
5 enquanto critério de parada não satisfeito faça
6 para cada i ∈ Pt ∪ At faça
7 para cada j ∈ Pt ∪ At faça
8 se (i � j) então
9 S(i) = S(i) + 1 ;

10 fim
11 fim
12 para cada j ∈ Pt ∪ At faça
13 se (i � j) então
14 R(i) = R(i) + S(j) ;
15 fim
16 fim
17 D(i)← 1/(σki + 2) ;
18 F (i)← R(i) +D(i) ;
19 fim
20 At+1 ← Seleção Populacional(Pt ∪ At, N) ;
21 se critério de parada não satisfeito então
22 Pt+1 ← Gerar Indivíduos da Próxima Geração(At+1, tc, tm) ;
23 fim
24 t← t+ 1 ;
25 fim
26 ND ← soluções não-dominadas obtidas de At ;
27 retorna ND ;

No Algoritmo 8, inicialmente, cria-se um população inicial P0 (linha 2) de tama-
nho pop e uma arquivo externo A0 vazio que será utilizado para guardar os melhores
indivíduos. A cada iteração do laço principal (linha 5 – 25), é realizado o cálculo
da função de aptidão para cada indivíduo (linha 6 – 19). Esse cálculo é detalhado
na seção 3.3.6.2. Em seguida, realiza-se o processo de seleção populacional, linha
20, que é detalhado na seção 3.3.6.1. Caso o critério de parada ainda não esteja
satisfeito, uma etapa de reprodução é feita (linha 22) para gerar novos indivíduos
para a população.

3.3.6.1 Arquivo Externo

O arquivo externo da próxima geração Ap+1 é formado pelos N melhores indiví-
duos da união entre a população atual Pt e o arquivo externo atual At. Inicial-
mente, selecionam-se todos os indivíduos não-dominados, que podem ser definidos
pela Equação 3.13:
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At+1 = {i | i ∈ (Pt ∪ At) ∧ F (i) < 1} (3.13)

Como o valor de R(i) = 0 para todo indivíduo não-dominado, então o valor da
função de avaliação desses indivíduos será sempre menor que 1.

Se o tamanho do conjunto Ap+1 for exatamente igual a N , o processo está com-
pleto. Entretanto, existem outras duas situações possíveis: o tamanho do con-
junto pode ser menor que N , (|Ap+1| < N), ou o tamanho pode maior que N ,
(|Ap+1| > N).

No primeiro caso, os N−|Ap+1| melhores indivíduos dominados, são selecionados
do conjunto formado pela união de Pt e At. Nesta etapa, ordenam-se os indivíduos
de acordo com a função de aptidão.

No segundo caso, realiza-se um processo chamado de truncamento que remove
iterativamente um indivíduo de cada vez do conjunto Ap+1 até que |Ap+1| = N . O
indivíduo escolhido em cada iteração é aquele que tem a menor distância em relação
aos outros indivíduos; dessa forma, um indivíduo localizado em uma região mais
populosa é preferencialmente escolhido para ser removido da população.

3.3.6.2 Função de Aptidão

Para cada indivíduo i presente no arquivo externo A e na população P , atribui-se
um valor de strenght S(i), calculado conforma a Equação 3.14:

S(i) = |{j | j ∈ Pt ∪ At ∧ i � j}| (3.14)

O valor de S(i) representa o número de soluções que são dominadas pela solução
i. Calcula-se ainda o valor de raw fitness R(i) para cada solução de A e de P , pela
Equação 3.15:

R(i) =
∑

j∈Pt∪At,j�i

S(j) (3.15)

O valor da raw fitness de i é calculado pelo somatório dos valores de S(j) para
todo indivíduo j que domina i. Assim, os indivíduos não-dominados terão R(i) = 0,
enquanto que um alto valor para R(i) indica que i é dominado por muitos outros
indivíduos.

Para completar o cálculo da função de aptidão, é necessário encontrar o valor da
densidade para cada solução. Esse cálculo é feito pelo Equação 3.16:

D(i) =
1

distkij + 2
(3.16)

Para encontrar o valor de dist, deve-se calcular para cada solução i as distâncias
euclidianas em relação às outras soluções j ∈ Pt ∪ At, j 6= i, em seguida ordenar
essas distâncias em ordem crescente, de modo que a k-ésima solução mais próxima
é escolhida para que seja feito o cálculo da densidade. Recomenda-se o uso de
k =

√
|Pt|+ |At|.

Por fim, o valor da função de avaliação F (i) é calculado pela Equação 3.17:

F (i) = R(i) +D(i) (3.17)



3.4 Trabalhos Relacionados 26

O cálculo da função de aptidão tem complexidade computacional da ordem de
O(M2 logM), em que M = |Pt|+ |At|.

3.4 Trabalhos Relacionados
Não foram encontrados na literatura trabalhos que resolvam o problema abordado
com as mesmas características descritas. Em vista disso, as seções a seguir relatam
abordagens correlatas encontradas na literatura, em que se consideram parte dessas
características.

3.4.1 Makespan

van der Veen et al. (1998) abordam o problema de sequenciamento de tarefas em
uma máquina em que as tarefas são agrupadas de acordo com suas características
e um tempo de preparação é necessário apenas quando duas tarefas consecutivas
são de grupos diferentes. Neste problema o objetivo é minimizar o makespan. Os
autores mostram que o problema pode ser modelado como o problema do caixeiro
viajante assimétrico. Esse trabalho apresenta uma solução para o problema do cai-
xeiro viajante assimétrico utilizando uma estrutura especial de matriz de distâncias.

Em Yuan et al. (2006) apresenta-se o problema de sequenciamento de tarefas em
uma máquina com tempo de preparação dependente da família em que as tarefas
estão disponíveis para serem executadas a partir de certo instante. O objetivo é
minimizar o makespan e neste trabalho mostra-se que este problema é fortemente
NP-difícil. Os autores apresentam ainda um algoritmo de programação dinâmica
para solucionar o problema.

O trabalho de Montoya Torres et al. (2009) apresenta uma heurística baseada em
busca randômica para resolver o problema de sequenciamento em uma máquina com
o objetivo de minimizar o makespan. Neste trabalho considera-se que cada tarefa
possui um tempo de preparação que depende da sequência das tarefas e, além disso,
cada tarefa está disponível a partir de um certo instante.

No trabalho de Tavakkoli-Moghaddam et al. (2010) é abordado o problema de
sequenciamento de tarefas em uma máquina em que os objetivos são minimizar o
makespan e o atraso total ponderado. Na formulação é considerado que existem n
tarefas para serem processadas a partir do instante Ri, cada tarefa tem um tempo de
processamento, uma data de entrega e um peso por atraso. Os autores propõem um
método de programação linear multiobjetivo baseado em lógica fuzzy para resolver
o problema. Um exemplo numérico mostra a viabilidade do método proposto.

3.4.2 Atraso Total

Pinedo (2008) demonstra que o problema 3-partition pode ser reduzido ao problema
de sequenciamento em uma máquina com o objetivo de minimizar o atraso total
ponderado. Portanto, este problema também é um problema pertencente à classe
NP-difícil.

Schaller e Gupta (2008) consideram o problema de sequenciar um conjunto de
tarefas em uma máquina com o objetivo de minimizar o atraso e o adiantamento
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total. Nesta abordagem as tarefas foram agrupadas em famílias. Os autores propu-
seram um procedimento branch-and-bound para o problema com group technology
assumption e outro para o problema sem group technology assumption. Além destes,
um algoritmo heurístico chamado Algoritmo H também foi proposto. O trabalho
considera impraticável a utilização do método branch-and-bound para grandes ins-
tâncias, pois o tempo de CPU requerido cresce muito rapidamente em relação ao
tamanho da instância. A partir dos resultados empíricos foi possível concluir que
o sequenciamento de tarefas com a remoção do group technology assumption pode
reduzir significativamente o atraso e adiantamento total.

Chantaravarapan (2002) aborda dois problemas de sequenciamento em máquina
simples com o objetivo de minimizar o atraso total ponderado: o primeiro com
tempo de preparação dependente da sequência e outro com tempo de preparação
independente da sequência. Para o primeiro problema o autor propõe três heurís-
ticas construtivas e cinco heurísticas de melhoramento. Para o segundo problema,
foi proposto um algoritmo genético hibrido. Utilizou-se duas estratégias para com-
parar os resultados. Para as instâncias menores, a comparação foi feita em relação
ao resultado do resolvedor CPLEX. Por outro lado, para as instâncias maiores, os
resultados foram comparadas com uma outra heurística chamada Combo, que com-
bina três outras heurísticas de melhoramento. Além disso, foram aplicados os testes
estatísticos Friedman e Kruskal-Wallis para verificar a existência de diferença es-
tatisticamente significativa entre os resultados. Os experimentos mostraram que o
algoritmo genético híbrido conseguiu melhor desempenho do que a heurística combo,
a exceção ocorreu para instâncias maiores com intervalo de data de entrega muito
pequeno.

Tanaka e Araki (2012) estudaram o problema de sequenciamento de tarefas em
uma máquina. Este trabalho considerou a existência de tempo de preparação entre a
execução de duas tarefas e o objetivo é minimizar o atraso total ponderado. O estudo
propôs um algoritmo exato de programação dinâmica para resolver o problema. Os
experimentos foram realizados em três conjuntos de instâncias: o primeiro com 120
instâncias de 60 tarefas; o segundo com 32 instâncias com 15, 25, 35 e 45 tarefas; e o
terceiro com 32 instâncias de 55, 65, 75 e 85 tarefas. O algoritmo foi implementado
na linguagem C, e conseguiu encontrar a solução ótima para quase todas as instâncias
analisadas.

3.4.3 Famílias de Tarefas

Em Baker e Magazine (2000) é tratado o problema de sequenciamento de tarefas
em uma máquina em que o tempo de preparação depende das famílias das tarefas.
Considerou-se o objetivo de minimizar o lateness máximo. Foi proposto um algo-
ritmo branch and bound combinado com algumas propriedades deste problema que
permitem reduzir o número de sequencias a serem consideradas para encontrar a
solução ótima. Observou-se que o tempo necessário para a solução do problema está
relacionado a vários fatores como número de famílias, número de tarefas por família,
tempo de preparação e data de entrega do problema. Os experimentos foram rea-
lizados em instâncias com tamanho de 30 a 100 tarefas, e conclui-se que o método
executa em tempo aceitável para instâncias de até 60 tarefas.
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Jin et al. (2009) consideram o problema de sequenciamento de tarefas em uma
máquina com tempo de preparação dependente da família com o objetivo de minimi-
zar o lateness máximo. Os autores propuseram o algoritmo denominado batch-based
simulated annealing (BSA), ele combina a metaheurística simulated annealing e as
propriedades apresentadas em Baker e Magazine (2000). Os experimentos foram
realizado em instâncias com tamanho entre 60 e 100 tarefas. Os resultado obtidos
pelo BSA foram comparados com os resultado do algoritmo simulated annealing, a
partir dos resultados foi possível concluir que o algoritmo BSA obteve os melhores
resultados.

3.4.4 Problemas de Otimização Multiobjetivo

Choobineh et al. (2006) abordam o problema de sequenciamento em uma máquina
com tempo de preparação dependente da sequência das tarefas. A função objetivo
foi formada por uma função ponderada com os seguintes objetivos: minimizar o
makespan, minimizar o número de tarefas atrasadas e minimizar o atraso total. Os
autores apresentaram uma formulação de programação inteira mista multiobjetivo
e um algoritmo busca tabu multiobjetivo para o problema. Os experimentos foram
realizados com instâncias de 10 à 20 tarefas. Os testes realizados indicaram que, em
geral, o algoritmo de busca tabu foi capaz de encontrar boas soluções e, em alguns
casos, encontrou a solução ótima.

Li et al. (2012) consideraram o problema de sequenciamento de tarefas em máqui-
nas paralelas, em que existem n tarefas que devem ser processadas por m máquinas
idênticas. Todas as máquinas estão disponíveis a partir do instante zero e cada tarefa
está disponível a partir do instante rj. Um tempo de preparação é necessário entre
a execução de duas tarefas consecutivas. Cada tarefa deve ser processada por um
única máquina. Esse problema possui os seguintes objetivos: minimizar o makespan
e minimizar o atraso total. Os autores apresentaram um modelo matemático de pro-
gramação inteira mista, que não foi considerado nos experimentos. Uma nova versão
do NSGA-II baseada em lógica fuzzy foi proposta denominado FLC-NSGA-II. Os
experimentos foram feitos em 960 instâncias divididas em dois conjuntos, o primeiro
de 20 tarefas e 3 máquinas e o segundo de 50 tarefas e 5 máquinas. Os resultados
dos algoritmo FLC-NSGA-II foram comparados com os resultados do NSGA-II, se-
gundo as métricas de cardinalidade e distância média. O algoritmo proposto obteve
melhor resultado que o NSGA-II em relação as métrica avaliadas.



Capítulo 4

Metodologia

Neste capítulo são apresentados sete algoritmos multiobjetivos para resolver o pro-
blema abordado, sendo cinco baseados em busca local e dois em busca populacional.
Nas seções a seguir são apresentadas as componentes dos algoritmos, a saber, re-
presentação e geração de soluções iniciais, estruturas de vizinhança, perturbação,
seleção, cruzamento e mutação. Na seção 4.7 são detalhados os algoritmos imple-
mentados. Finalmente, na seção 4.9 são apresentados e discutidos valores para os
parâmetros dos algoritmos.

4.1 Representação da Solução
Uma solução é representada por uma sequência π = {π1, π2, . . . , πk, . . . , πn}, em que
πk indica a k-ésima tarefa a ser executada.

Um exemplo de sequenciamento, não necessariamente ótimo, para o problema
apresentado no capítulo 2 é a sequência π = {3, 4, 5, 2, 1}. A representação dessa
solução é feita por um vetor conforme a Figura 4.1.

3 4 5 2 1

Figura 4.1: Representação da Solução

4.2 Geração da Solução Inicial
Os algoritmos propostos partem de um conjunto de soluções não-dominadas geradas
por quatro diferentes heurísticas baseadas em regras de prioridade (Valente, 2006):
Earliest Due Date (EDD), Shortest Processing Time (SPT), Longest Processing
Time (LPT) e Minimum Slack Time (MST).

A regra EDD foi proposta por Jackson (1955), e é bastante conhecida por for-
necer a solução ótima para o problema de minimização do atraso máximo em uma
máquina. Para construir uma solução a partir da regra EDD, deve-se sequenciar as

29



4.3 Estruturas de Vizinhança 30

tarefas em ordem não-crescente de suas datas de entrega. Esse método tem comple-
xidade computacional de O(n log n). Uma solução gerada pela regra EDD possui a
seguinte característica: dπ(1) ≤ dπ(2) ≤ · · · ≤ dπ(n).

A regra SPT foi desenvolvida por Smith (1956), e é conhecida por produzir um
sequenciamento ótimo para o problema de minimização de fluxo total em flowshop.
Essa regra constrói uma solução a partir do sequenciamento das tarefas em or-
dem não-decrescente dos tempos de processamento. Esse método tem complexidade
computacional de O(n log n). Uma solução gerada pela regra SPT possui a seguinte
característica: pπ(1) ≤ pπ(2) ≤ · · · ≤ pπ(n).

A regra MST é frequentemente empregada para minimizar o atraso total. Uma
solução construída a partir desta regra é gerada a partir do sequenciamento das
tarefas em ordem não-decrescente da diferença entre a data de entrega e o tempo
de processamento. Esse método tem complexidade computacional de O(n log n).
A solução gerada pela regra MST possui a seguinte característica: dπ(1) − pπ(1) ≤
dπ(2) − pπ(2) ≤ · · · ≤ dπ(n) − pπ(n).

A regra LPT gera uma solução a partir do sequenciamento das tarefas em or-
dem não-crescente dos tempos de processamento. Esse método tem complexidade
computacional de O(n log n). Uma solução gerada pela regra LPT possui a seguinte
característica: pπ(1) ≥ pπ(2) ≥ . . . pπ(n).

Caso essas soluções geradas sejam não-dominadas, o conjunto inicial é formado
por quatro soluções. No pior caso, uma solução domina todas as outras e, assim, o
conjunto inicial será formado apenas por essa solução.

4.3 Estruturas de Vizinhança
Para explorar o espaço de soluções dos problemas, são aplicados movimentos de
inserção e troca no sequenciamento das tarefas, conforme descrito a seguir.

4.3.1 Vizinhança de Inserção

Dada uma sequência π = {π1, π2, . . . , πn}, o movimento de inserção de uma tarefa
πx consiste em deslocá-la para a posição y (y 6= x e y 6= x − 1). O conjunto de
movimentos de inserção para uma sequência π define a vizinhança N I(π), a qual é
composta por (n− 1)2 soluções.

Na Figura 4.2 é ilustrado um movimento de inserção em que o valor de x é menor
que y.

π πx-1 πx πx+1 πy-1 πy πy+1

π′ πx-1πx+1 πy-1 πy πx πy+1

Figura 4.2: Movimento de inserção para x < y
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Na Figura 4.3 pode-se observar um movimento de inserção em que o valor de y
é menor que x.

π πy-1 πy πy+1 πx-1 πx πx+1

π′ πy-1 πx πy πy+1 πx-1πx+1

Figura 4.3: Movimento de inserção para x > y

4.3.2 Vizinhança de Troca

Dada uma sequência π = {π1, π2, . . . , πn}, o movimento de troca entre duas tarefas
πx e πy consiste em deslocar a tarefa πx para a posição y e a tarefa πy para a posição
x. O conjunto de movimentos de troca para uma sequência π define a vizinhança

NT (π), formada por
n(n− 1)

2
soluções.

Na Figura 4.4 pode-se ver um movimento de troca entre duas tarefas πx e πy.

π πx-1 πx πx+1 πy-1 πy πy+1

π′ πx-1 πy πx+1 πy-1 πx πy+1

Figura 4.4: Movimento de troca

4.4 Perturbação
O procedimento de perturbação de uma solução (linha 24 do Algoritmo 4) foi mo-
dificado em relação à proposta de Geiger (2009), a qual está descrita na seção 3.3.4.
A perturbação é aplicada em níveis, variando de 1 a (n/2 − 1). Para cada nível p
são realizadas p + 1 modificações (perturbações) na solução. Assim, no nível mais
baixo da perturbação, são realizadas duas trocas enquanto que no nível mais alto
são realizadas n/2 trocas. O nível p de perturbação aumenta à medida que a pertur-
bação não é capaz de gerar uma solução não-dominada em relação ao conjunto ND.
O aumento é feito somando-se uma unidade ao valor atual do nível da perturbação.
No momento em que alguma solução não-dominada em relação ao conjunto ND é
encontrada, o nível de perturbação retorna ao seu valor mínimo, no caso, 1. Caso
o nível de perturbação alcance seu valor máximo, isto é, (n/2 − 1) e ainda assim
não se consiga gerar uma solução não-dominada em relação ao conjunto ND, o nível
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de perturbação retorna ao seu valor mínimo. O procedimento proposto funciona,
então, como segue. Uma solução π do conjunto ND é selecionada aleatoriamente. A
seguir, escolhe-se, também aleatoriamente, um subconjunto de tarefas consecutivas
de π nas posições j, j + 1, . . . , j + 2p + 1. Aplicam-se, então, as trocas entre os
pares de tarefas (j, j + 2p+ 1), (j + 1, j + 2p), . . . , (j + p, j + p+ 1). Dessa forma, o
procedimento realiza p + 1 movimentos de troca a cada chamada ao procedimento
de perturbação. O algoritmo PILS com esta modificação será denominado PILS1.

π π j πj+1πj+2πj+3

Figura 4.5: Nível 1 da Perturbação Proposta

A Figura 4.5 ilustra o primeiro nível de perturbação do método proposto. Neste
nível são selecionadas quatro tarefas consecutivas j, j+1, j+2, j+3 para a realização
de duas trocas. A primeira troca ocorre entre as tarefas j e j + 3 e a segunda entre
as tarefas j + 1 e j + 2.

π π j πj+1πj+2πj+3πj+4πj+5

Figura 4.6: Nível 2 da Perturbação Proposta

A Figura 4.6 ilustra o próximo nível de perturbação do método proposto. Esse
nível tem funcionamento parecido com o do nível anterior, diferenciando-se da an-
terior pela quantidade de trocas que são realizadas. Nesse nível são selecionadas 6
tarefas consecutivas e são feitas 3 trocas.

π πj πj+1 πj+p πj+p+1 πj+2p πj+2p+1

...

Figura 4.7: Nível p da Perturbação Proposta
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A Figura 4.6 ilustra o procedimento em um nível p qualquer de perturbação, que
consiste em realizar p− 1 trocas.

4.5 Seleção
Pode-se classificar os operadores genéticos de seleção em dois principais tipos: sele-
ção para reprodução e seleção populacional.

4.5.1 Seleção para Reprodução

Em um algoritmo genético, normalmente, apenas alguns indivíduos participam da
reprodução. Dessa forma, é necessário implementar um mecanismo que realize a
seleção dos indivíduos da população atual que sofrerão cruzamento ou mutação.
Os dois algoritmos desenvolvidos neste trabalho realizam essa tarefa utilizando o
operador de seleção por torneio binário. Nesse operador, dois pares de indivíduos são
selecionados aleatoriamente, mas apenas o melhor indivíduo de cada par é escolhido
para fazer a reprodução. No NSGA-II escolhe-se o indivíduo que domina o outro;
caso eles sejam não-dominados, escolhe-se o que tiver maior valor para a crowding
distance. No SPEA2, seleciona-se o indivíduo que apresenta o menor valor para
a função de aptidão. Caso não seja possível diferenciar os indivíduos, um deles é
escolhido aleatoriamente.

4.5.2 Seleção Populacional

Um outro operador de seleção deve ser aplicado para escolher os indivíduos que
estarão presentes na próxima geração. Neste trabalho a escolha é feita através de
uma seleção elitista. Dessa forma, os indivíduos com maior aptidão são escolhidos
para formarem a próxima geração, respeitando, sempre, o tamanho da população.
As funções de aptidão variam de acordo com o algoritmo, e estão descritas nas seções
3.3.5 e 3.3.6.

4.6 Reprodução
Nos Algoritmos Genéticos, cada cromossomo está associado a uma solução do pro-
blema e cada gene está associado a uma componente da solução.

O processo de reprodução consiste em gerar uma população de novos indivíduos
a partir da aplicação dos operadores de cruzamento e mutação.

4.6.1 Cruzamento

O operador de cruzamento atua em dois indivíduos de cada vez, gerando descenden-
tes através da combinação dos cromossomos dos dois indivíduos. Esses operadores
possuem diferentes variações, dependendo do problema tratado. Diversas pesquisas
têm sido desenvolvidas com o objetivo de criar operadores genéticos para serem uti-
lizados em problemas de sequenciamento. (Cheng et al., 1999; Dahal et al., 2007)
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discutem os principais operadores que podem ser utilizados nessa classe de proble-
mas. No presente trabalho foram utilizados três operadores de cruzamento: o Order
Crossover (OX), o Linear Order Crossover (LOX) e o Partial-Mapped Crossover
(PMX), a seguir descritos.

4.6.1.1 Operador OX

O operador genético Order Crossover OX foi proposto por Goldberg (1989). Ele
pode ser implementado de acordo com os seguintes passos:

1. Dois pontos de corte são definidos nos cromossomos do pai 1 (P1) e do pai 2
(P2).

2. Os genes localizados entre os dois cortes de P1 são herdados integralmente
pelo filho 1 (O1) e os genes de P2 são herdados pelo filho 2 (O2). Preservando,
dessa forma, a ordem das tarefas nos descendentes.

3. O restante do cromossomo de O1 é herdado de P2, iniciando pelo corte 2 e des-
considerando as tarefas que já estão presentes em O1. De maneria semelhante,
o cromossomo de O2 herda as características de P1.

Para exemplificar a aplicação do operador de cruzamento OX, considere dois
indivíduos:

P1 = ( 1 2 3 4 5 6 7 8 9)
P2 = ( 5 4 6 9 2 1 7 8 3)

para gerar dois descendentes O1 e O2 a partir da aplicação do operador OX. Inicial-
mente, defini-se dois pontos de corte em P1 e P2. Neste exemplo, o primeiro ponto
foi definido após o gene que está na segunda posição e o segundo ponto de corte foi
definido após o gene da sexta posição.

P1 = ( 1 2 | 3 4 5 6 | 7 8 9)
P2 = ( 5 4 | 6 9 2 1 | 7 8 3)

Em seguida, O1 e O2 herdam a sequência entre os dois pontos de corte de P1 e
P2, respectivamente:

O1 = ( X X | 3 4 5 6 | X X X)
O2 = ( X X | 6 9 2 1 | X X X)

Os demais genes de O1 são herdados de P2. Para isso, é necessário definir uma
sequência de tarefas, começando no segundo corte de P2:

7− 8− 3− 5− 4− 6− 9− 2− 1

A seguir, devem ser removidas desta lista os genes que já estão presentes em O1,
resultando na sequência:

7− 8− 9− 2− 1
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Esta sequência deve ser inserida em O1 a partir da posição do segundo corte.
Com este procedimento, o cromossomo de O1 será:

O1 = ( 2 1 | 3 4 5 6 | 7 8 9)

Um processo semelhante geraO2 a partir do pai P1, e gera o seguinte cromossomo:

O2 = ( 4 5 | 6 9 2 1 | 7 8 3)

Na Figura 4.8 apresenta-se o resultado da aplicação do operador de cruzamento
OX a dois indivíduos P1 e P2 e a consequente formação de dois descendentes O1 e
O2.

Corte 1

1 2 3 4 5 6 7 8 9

Corte 2

P1

O1

O2

P2

Corte 1

5 4 6 9 2 1 7 8 3
Corte 2

2 1 3 4 5 6 7 8 9

4 5 6 9 2 1 7 8 3

Figura 4.8: Operador OX

4.6.1.2 Operador LOX

O operador genético Linear Order Crossover LOX foi proposto por Falkenauer e
Bouffouix (1991). Ele consiste em gerar novos descendentes a partir dos seguintes
passos:

1. Dois pontos de corte são definidos nos cromossomos do pai 1 (P1) e do pai 2
(P2).

2. Os genes localizados entre os dois cortes de P1 são herdados integralmente pelo
filho 1 (O1) e os genes de P2 são herdados pelo filho 2 (O2).

3. O restante do cromossomo de O1 é herdado de P2, iniciando pelo gene da
primeira posição de P2 e desconsiderando os genes que já estão presentes em
O1. De maneira semelhante, o cromossomo de O2 herda as características de
P1.
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Para mostrar aplicação do operador de cruzamento LOX, considere dois indiví-
duos:

P1 = ( 1 2 3 4 5 6 7 8 9)
P2 = ( 5 4 6 9 2 1 7 8 3)

Esses indivíduos são usados para gerar dois descendentes O1 e O2 a partir da
aplicação do operador LOX. Inicialmente, define-se dois pontos de corte em P1 e
P2. Neste exemplo, o primeiro ponto foi definido após o gene que está na segunda
posição e o segundo corte foi definido após o gene da sexta posição.

P1 = ( 1 2 | 3 4 5 6 | 7 8 9)
P2 = ( 5 4 | 6 9 2 1 | 7 8 3)

Em seguida, O1 e O2 herdam a sequência entre os dois pontos de corte de P1 e
P2, respectivamente:

O1 = ( X X | 3 4 5 6 | X X X)
O2 = ( X X | 6 9 2 1 | X X X)

Os demais genes de O1 são herdados de P2. Para isso, é necessário definir uma
sequência de tarefas, começando do primeiro elemento de P2:

5− 4− 6− 9− 2− 1− 7− 8− 3

No entanto, devem ser removidas desta lista os genes que já estão presentes em
O1; assim a nova lista será:

9− 2− 1− 7− 8

Essa sequência deve ser inserida em O1 a partir da primeira posição. Por fim, o
cromossomo de O1 será:

O1 = ( 9 2 | 3 4 5 6 | 1 7 8)

Um processo semelhante gera O2 a partir do pai P1, resultando no seguinte
cromossomo:

O2 = ( 3 4 | 6 9 2 1 | 5 7 8)

Na Figura 4.9 estão representados os pontos de corte dos pais P1 e P2, e os filhos
O1 e O2 gerados a partir da aplicação do operador LOX.

A principal diferença entre os operadores OX e LOX é a escolha da posição para
completar a formação do cromossomo filho. No operador OX escolhe-se o gene na
posição após o segundo ponto de corte, enquanto que no operador LOX escolhe-se
o gene na primeira posição do cromossomo do pai.
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Corte 1

1 2 3 4 5 6 7 8 9

Corte 2

P1

O1

O2

P2

Corte 1

5 4 6 9 2 1 7 8 3
Corte 2

9 2 3 4 5 6 1 7 8

3 4 6 9 2 1 5 7 8

Figura 4.9: Operador LOX

4.6.1.3 Operador PMX

O operador Partial Mapped Crossover PMX foi proposto por Goldberg e Lingle
(1985). O seu funcionamento segue os seguintes passos:

1. Dois pontos de corte são definidos nos cromossomos do pai 1 (P1) e do pai 2
(P2).

2. Os genes localizados entre os dois cortes de P1 são herdados integralmente pelo
filho 2 (O2) e os genes de P2 são herdados pelo filho 1 (O1).

3. Os genes de P1 localizados a esquerda do primeiro ponto de corte juntamente
com os genes da direita do segundo ponto de corte que ainda não estão pre-
sentes em O1, também são herdados pelo filho respeitando a posição no pai.
O mesmo acontece com O2 que herda os genes de P2.

4. O restante do cromossomo de O1 é composto pelo resultado do mapeamento
dos genes de P2 em relação aos genes de P1, desconsiderando os genes que já
estão presentes em O1. Um processo semelhante é realizado para gerar O2.

Para exemplificar o funcionamento do operador PMX, considere dois indivíduos:

P1 = ( 1 2 3 4 5 6 7 8 9)
P2 = ( 4 2 6 1 8 5 9 3 7)

para gerar dois descendentes O1 e O2 a partir da aplicação do operador PMX.
Inicialmente, define-se dois pontos de corte em P1 e P2. Neste exemplo, o primeiro
ponto foi definido após o elemento que está na terceira posição e o segundo ponto
de corte foi definido após o elemento da sétima posição.
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P1 = ( 1 2 3 | 4 5 6 7 | 8 9)
P2 = ( 4 2 6 | 1 8 5 9 | 3 7)

Em seguida, O1 e O2 herdam a sequência entre os dois pontos de corte de P2 e
P1, respectivamente:

O1 = ( X X X | 1 8 5 9 | X X)
O2 = ( X X X | 4 5 6 7 | X X)

Na próxima etapa, O1 herda os genes de P1 localizados a esquerda do primeiro
ponto de corte juntamente com os genes que estão à direita do segundo ponto de
corte, esse gene é inserido em O1 respeitando a posição do gene no pai. Nessa etapa
são desconsiderados os genes que já estão presentes em O1. Um processo semelhante
é aplicado para O2:

O1 = ( X 2 3 | 1 8 5 9 | X X)
O2 = ( X 2 X | 4 5 6 7 | 3 X)

Os demais genes de O1 são preenchidos através do mapeamento dos elementos de
P1 em relação à P2. O mapeamento é realizado em relação à posição dos elementos.
A Figura 4.10 ilustra o mapeamento do primeiro elemento de O1.

1 2 3 4 5 6 7 8 9P1

O1

4 2 6 1 8 5 9 3 7P2

4 2 3 1 8 5 9 X X

Figura 4.10: Mapeamento do primeiro elemento

De acordo com a Figura 4.10, para definir o primeiro elemento de O1, deve-se
encontrar a tarefa que está localizada na primeira posição de P2, no caso, a tarefa
4. Como O1 ainda não tem essa tarefa, o mapeamento é finalizado. Dessa forma, a
tarefa 4 é inserida na primeira posição de O1.

Repete-se esse procedimento para o próximo elemento que está localizado na
oitava posição de P1. A Figura 4.11 ilustra o mapeamento para o segundo elemento
de O1.

Conforme a Figura 4.11, o oitavo elemento de P1 é mapeado em relação ao
elemento que está na mesma posição de P2, e o valor obtido é 3. Como esse valor
já está presente em O1, um novo mapeamento é feito. Para realizar esse novo
mapeamento deve-se encontrar a posição do elemento 3 em P1 e, assim, obter o
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1 2 3 4 5 6 7 8 9P1

O1

4 2 6 1 8 5 9 3 7P2

4 2 3 1 8 5 9 6 X

12

Figura 4.11: Mapeamento do segundo elemento

elemento que está na mesma posição em P2. Para o exemplo dado, a posição é 3 e
o elemento nesta posição em P2 tem valor igual a 6. Tendo em vista que O1 ainda
não tem o elemento com esse valor, o mapeamento está completo e esse elemento é
inserido em O1 na oitava posição.

Por fim, o elemento da nona posição é mapeado, e o valor obtido é 7. Esse valor
é inserido na nona posição de O1. Após esse processo O1 terá a seguinte composição:

O1 = (4 2 3 | 1 8 5 9 | 6 7)

Um filho O2 é gerado a partir do pai P1 com as seguintes características:

O2 = ( 1 2 8 | 4 5 6 7 | 3 9)

Considerando que foram criados três operadores (OX, LOX ou PMX), a cada
cruzamento, escolhe-se aleatoriamente um operador para realizar o processo de re-
produção. O cruzamento ocorre com uma probabilidade igual a tc.

4.6.2 Mutação

A mutação é uma mudança na estrutura genética de um indivíduo. Nos algoritmos
genéticos os operadores de mutação são importantes instrumentos que permitem
introduzir características novas ao indivíduo. Com isso, é possível manter a diversi-
dade genética da população, diminuindo as chances de que o algoritmo fique preso
a um ótimo local. Foram utilizados dois operadores de mutação: troca e inserção.

Nos algoritmos implementados a mutação ocorre com uma probabilidade tm.

4.6.2.1 Operador de Troca

O operador de troca consiste em selecionar dois genes do indivíduo e trocá-los de
posição. Por exemplo, considere o seguinte indivíduo:

P = (4 1 2 8 7 6 9 3 5)
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Para aplicar o operador de troca deve-se selecionar dois genes (sublinhados no
exemplo abaixo):

P = (4 1 2 8 7 6 9 3 5)

Em seguida realiza-se a troca de posição entre os genes selecionados. No exemplo
foram selecionados os genes 2 e 7, e o resultado será um indivíduo com uma nova
formação genética:

P ′ = (4 1 7 8 2 6 9 3 5)

4.6.2.2 Operador de Inserção

O Operador de inserção remove um gene de uma posição e o insere em outra posição
diferente. Para exemplificar, considere o seguinte indivíduo:

P = (9 3 8 1 5 7 2 6 4)

Para aplicar o operador de inserção deve-se selecionar um gene:

P = (9 3 8 1 5 7 2 6 4)

Em seguida seleciona-se uma nova posição para inserir o gene selecionado, por
exemplo 5, como resultado tem-se um indivíduo com uma nova formação genética:

P ′ = (9 3 8 1 2 5 7 6 4)

A mutação acontece com uma probabilidade igual a tm, e a cada mutação escolhe-
se aleatoriamente um entre os dois operadores (troca ou inserção) para ser utilizado.

4.7 Algoritmos Implementados
Foram implementados sete algoritmos, a seguir descritos.

4.7.1 MOVNS

O algoritmo MOVNS implementado é aquele descrito no Algoritmo 1 com as se-
guintes adaptações:

• Na linha 1 é determinada a solução inicial com base no procedimento descrito
na seção 4.2;

• Na linha 2 adota-se como critério de parada aquele descrito na seção 4.9;

• Na linha 5 é feita a escolha de uma vizinhança dentre aquelas descritas na
seção 4.3.
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4.7.2 MOVNS_Ottoni

O algoritmo MOVNS_Ottoni consiste em adicionar um procedimento de intensifi-
cação entre as linhas 12 e 13 do Algoritmo 1. Para implementar este método, além
das mesmas adaptações feitas no MOVNS, foi definido um valor para o parâmetro
nr, apresentado na seção 4.9.

4.7.3 MOVNS_Arroyo

Um procedimento de intensificação diferente, apresentado no Algoritmo 3, é incluído
entre as linhas 12 e 13 do Algoritmo 1, originando o MOVNS_Arroyo. Para imple-
mentar esse método, além das mesmas adaptações feitas no MOVNS, também foi
necessário definir um valor para o parâmetro nr. Essa definição é dada na seção 4.9.

4.7.4 PILS

O algoritmo PILS foi desenvolvido baseado no Algoritmo 4, adotando as seguintes
modificações:

• A solução inicial da linha 1 é determinada pelo método descrito na seção 4.2;

• O critério de parada adotado pelo algoritmo na linha 3 é aquele descrito na
seção 4.9;

• Na linha 6 é feita a escolha de uma vizinhança dentre aquelas apresentadas na
seção 4.3.

4.7.5 PILS1

O PILS1 é um método baseado no algoritmo PILS. Apresenta-se no Algoritmo 9 o
pseudocódigo básico deste algoritmo.

No Algoritmo 9, obtém-se, inicialmente, um conjunto de soluções não-dominadas
(ND) (linha 1), de acordo com o procedimento descrito na seção 4.2. Em seguida,
inicializa-se o nível com 1 (linha 2) e seleciona-se aleatoriamente uma das soluções
do conjunto ND (linha 3) para ser a solução corrente s. A cada iteração do laço
(linhas 4 – 35), explora-se toda a vizinhança de s (linhas 6 – 18). Se alguma solução
vizinha s′ dominar s (linha 10), então s′ passa a ser a nova solução corrente (linha
11). Além disso, as vizinhanças são reordenadas aleatoriamente (linha 12) e o proce-
dimento continua a partir da primeira vizinhança na nova ordem gerada. Depois de
explorar toda a vizinhança da solução s, ela é marcada como visitada (linha 19). Em
seguida, escolhe-se aleatoriamente uma solução não-visitada do conjunto ND para
ser a nova solução corrente (linha 21) e atribui-se 1 ao nível de perturbação (linha
22). Caso todas as soluções do conjunto ND já tenham sido visitadas, seleciona-se
aleatoriamente uma solução do conjunto ND (linha 25) e aplica-se uma perturbação
(linha 26) com o nível n, gerando uma solução perturbada s′′, que passa a ser a
nova solução corrente (linha 27). Em seguida, se o nível de perturbação for igual a
n/2 − 1, ele recebe 1 (linha 29), senão ele é incrementado em uma unidade (linha
32). O laço mais externo (linhas 4 – 35) é repetido enquanto o critério de parada
não for satisfeito.
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Algoritmo 9: PILS1
Entrada: critério de parada

1 ND ← SolucaoInicial();
2 nivel ← 1 ;
3 Selecione uma solução s ∈ ND ;
4 enquanto critério de parada não satisfeito faça
5 i← 1 ;
6 enquanto i < k∧ critério de parada não satisfeito faça
7 para cada s′ ∈ N i(s) faça
8 ND ← soluções não-dominadas obtidas de ND ∪ {s′} ;
9 fim

10 se ∃s′ ∈ N i(s) | s′ domina s então
11 s← s′ ;
12 Reordene as vizinhanças N1, . . . , Nk, em uma ordem aleatória ;
13 i← 1 ;
14 fim
15 senão
16 i++;
17 fim
18 fim
19 Marque s como visitada ;
20 se ∃s′ ∈ ND | s′ainda não foi visitada então
21 s← s′;
22 nível ← 1 ;
23 fim
24 senão
25 Selecione uma solução s′ ∈ ND ;
26 s′′ ← Perturbacao(s′,nível) ;
27 s← s′′ ;
28 se nível == n/2− 1 então
29 nível ← 1 ;
30 fim
31 senão
32 nível ← nível +1 ;
33 fim
34 fim
35 fim
36 retorna ND ;

4.7.6 NSGA-II

O algoritmo NSGA-II que foi implementado está descrito no Algoritmo 7 com as
seguintes adaptações:

• Na linha 1 é determinada a solução inicial com base no método descrito na
seção 4.2 combinado com um procedimento que gera soluções aleatoriamente,
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uma vez que é necessário que a população inicial do NSGA-II tenha tamanho
pop;

• Na linha 5 o critério de parada adotado está descrito na seção 4.9;

• A geração de novos indivíduos da linha 23 é realizada por mutação e cruza-
mento conforme descrito nas seções 4.6.2 e 4.6.1 respectivamente. A mutação
acontece com uma probabilidade tm e o cruzamento acontece com uma pro-
babilidade tc. Esses parâmetros foram definidos conforme descrito na seção
4.9;

• Cada indivíduo da população é uma solução do problema, sendo representado
conforme descrito na seção 4.1.

4.7.7 SPEA2

O algoritmo SPEA2 que foi implementado está descrito no Algoritmo 8 com as
seguintes adaptações:

• A solução inicial da linha 1 é obtida a partir do procedimento descrito na
seção 4.2 combinado com um método que gera solução aleatoriamente, pois é
necessário ter uma população inicial de tamanho pop;

• O critério de parada adotado pelo algoritmo na linha 5 é aquele descrito na
seção 4.9;

• A etapa de reprodução da linha 22 é realizada por mutação e cruzamento
conforme descrito nas seções 4.6.2 e 4.6.1 respectivamente. A mutação acontece
com uma probabilidade tm e o cruzamento acontece com uma probabilidade
tc, esses parâmetros foram definidos conforme descrito na seção 4.9;

• Cada indivíduo da população é uma solução para o problema, sendo represen-
tado conforme descrito na seção 4.1.

4.8 Normalização
Para utilizar as métricas de avalização de desempenho, os valores das funções obje-
tivo foram normalizados segundo a Equação (4.1):

f ∗i (s) =

(
fi(s)− fmin

i

fmax
i − fmin

i

× 100

)
+ 1 (4.1)

Nesta equação, fmin
i e fmax

i são, respectivamente, o menor e o maior valor encon-
trado para o i-ésimo objetivo. Utiliza-se o valor 1 na segunda parcela da Equação
(4.1) pois o atraso total ponderado (objetivo f2) poderia assumir valor nulo, o que
impediria a utilização da métrica epsilon. Desta forma, os valores da função objetivo
normalizada f ∗i (s) calculada pela Equação (4.1) estão no intervalo [1, 101].
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4.9 Parâmetros
Nesta seção é descrito o procedimento utilizado para determinar os valores dos parâ-
metros dos algoritmos. Optou-se por experimentar alguns valores para os parâmetros
a fim de escolher um que seja mais adequado. Esses testes consistiram em executar
os algoritmos em 15 instâncias escolhidas aleatoriamente do conjunto de instâncias
disponíveis, e escolher o valor do parâmetro que fornecesse o melhor resultado médio
nas métricas testadas.

Os algoritmos MOVNS_Ottoni e MOVNS_Arroyo têm, em comum, o parâmetro
nr, que é necessário para a etapa de intensificação destes algoritmos. Neste caso,
foram testados os valores nr ∈ {2, 4, 6, 8}, os mesmos valores que foram testados
pelos autores que propuseram esses algoritmos.

Os algoritmos NSGA-II e SPEA2 possuem três parâmetros: tamanho da popula-
ção pop, taxa de cruzamento tc e taxa de mutação tm. Para o tamanho da população
foram testados os valores pop ∈ {50, 100, 150, 200}. Para a taxa de cruzamento, os
valores tc ∈ {70%, 75%, 80%, 85%}, enquanto que para a taxa de mutação foram
testados os valores tm ∈ {0, 2%, 0, 4%, 0, 6%, 0, 8%}.

Na Tabela 4.1 são apresentados os parâmetros testados para os algoritmos e os
melhores valores para os mesmos segundo as cinco métricas avaliadas:

Tabela 4.1: Valores dos melhores parâmetros

Métrica nr pop tc tm
(%) (%)

Distância Média 6 50 80 0,6
Cardinalidade 8 50 70 0,4
Métrica epsilon 6 50 75 0,6
Hipervolume 8 50 80 0,6
Distância Máxima 6 50 80 0,6

Na Tabela 4.1 estão os valores dos parâmetros que apresentaram o melhor resul-
tado de acordo com cada métrica. O valor de cada parâmetro é calculado tendo em
vista os resultados apresentados pelos algoritmos nos testes preliminares. O cálculo
do parâmetro nr é feito para os algoritmos MOVNS_Ottoni e MOVNS_Arroyo,
enquanto que os parâmetros pop, tc e tm são calculados para os algoritmos NSGA-II
e SPEA2.

Pelos resultados apresentados na Tabela 4.1, pode-se verificar que não houve
um mesmo valor de parâmetro que produzisse os melhores resultados para todas as
métricas avaliadas. Sendo assim, convencionou-se que o valor que obteve o melhor
resultado no maior número de métricas seria o escolhido. Desta forma, a escolha
recaiu nos seguintes valores de parâmetros: nr = 6, pop = 50, tc = 80% e tm = 0, 6%.

Todos os algoritmos implementados têm um parâmetro em comum, que é o
critério de parada. Para esse parâmetro adotou-se 1000 · n milissegundos como
limite de tempo para a execução de cada algoritmo, sendo n o número de tarefas da
instância.
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Resultados Computacionais

Todos os algoritmos foram codificados na linguagem C++ e os testes foram realiza-
dos em um microcomputador com as seguintes configurações: processador Intel(R)
Core(TM) 2 Quad com 2,4 GHz de frequência de clock, 6 GB de memória RAM e
com um sistema operacional Ubuntu de 64 bits instalado.

O critério de parada de cada algoritmo é o tempo de CPU, e está relacionado
com o tamanho da instância. Na literatura é comum a utilização deste critério em
algoritmos de otimização. Adotou-se 1000 · n milissegundos como limite de tempo
de execução de cada algoritmo, sendo n o número de tarefas da instância. Para cada
instância foram realizadas 30 execuções, com diferentes sementes geradas aleatoria-
mente. Assim, cada algoritmo demorou 96 horas de CPU para ser executado, e ao
todo foram necessárias 672 horas de CPU para executar os sete algoritmos.

5.1 Instâncias
Para testar os algoritmos foram geradas instâncias de forma aleatória e com dis-
tribuição uniforme. Assim como em Jin et al. (2010), o número de tarefas é um
número inteiro n ∈ {60, 80, 100}, o número de famílias f ∈ {2, 3, 4, 5} e o tempo de
processamento é um número inteiro no intervalo [1, 99]. Já a data de entrega das
tarefas foi gerada tal como em Baker e Magazine (2000), sendo definida no intervalo
(0, h

∑
pj), com h ∈ {0, 5; 1, 5; 2, 5; 3, 5}. Finalmente, o tempo de preparação entre

as famílias de tarefas são números inteiros cujos valores pertencem a três classes de
intervalos:

• Classe S: [10, 20]

• Classe M: [51, 100]

• Classe L: [101, 200]

A formação de tais intervalos de tempos de preparação é uma sugestão proposta
em Hariri e Potts (1997). Os tempos de preparação da classe S são relativamente
menores do que o tempo de processamento médio. Os tempos de preparação da
classe M são relativamente próximos ao tempo de processamento médio, enquanto
o tempo de preparação da classe L são relativamente maiores do que o tempo de
processamento médio.

45
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Combinando-se o número de tarefas, número de famílias, número de intervalos
para as datas de entrega e o número de classes de intervalos para os tempos de
preparação, um total de 144 instâncias diferentes foram geradas para a realização
dos testes. Note que, para cada n, foram geradas 48 instâncias.

5.2 Experimentos Computacionais
Apresentam-se nas tabelas a seguir os resultados obtidos pelos algoritmos desen-
volvidos considerando a aplicação de diferentes métricas. Para cada métrica são
apresentados o resultado médio e a média dos melhores resultados. O valor do
resultado médio de cada instância é obtido pela média aritmética entre as 30 execu-
ções. Analogamente, o valor para o melhor resultado é obtido considerando apenas
o melhor resultado para cada instância, em relação a cada métrica. Listam-se ainda
os valores médios da métrica em análise considerando todas as 144 instâncias e o
desvio padrão de cada algoritmo.

Na Tabela 5.1 estão os resultados obtidos pelos algoritmos implementados (MOVNS,
MOVNS_Ottoni, MOVNS_Arroyo, PILS, PILS1, NSGA-II e SPEA2) com relação
ao número de soluções geradas por cada um deles. Na primeira coluna indica-se
o conjunto de instâncias agrupadas de acordo com o número de tarefas n. Na se-
gunda coluna é apresentada a soma do número de soluções distintas que compõem o
conjunto de referência R de todas as instâncias de mesmo número de tarefas em 30
execuções de cada algoritmo. Nas demais colunas, mostra-se, para cada algoritmo e
para cada grupo de instâncias de mesmo número de tarefas, o número total de solu-
ções não-dominadas geradas pelo respectivo algoritmo em 30 execuções. Na última
linha totalizam-se os resultados de cada algoritmo.

Tabela 5.1: Número de soluções não-dominadas

n R
Algoritmo

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGA-II SPEA2

60 683 106 199 228 114 549 97 34
80 635 21 68 90 44 400 116 29
100 536 14 63 19 32 220 186 31
Total 1854 141 330 337 190 1169 399 94

Considerando que, ao todo, 1169 soluções do conjunto de referência foram gera-
das pelo PILS1, de um total de 1854, pode-se afirmar que esse algoritmo conseguiu
encontrar o maior número de soluções pertencentes ao conjunto de referência. O se-
gundo melhor resultado foi do algoritmo NSGA-II que encontrou 399, e o pior foi do
SPEA2, que conseguiu encontrar apenas 94 soluções do conjunto de referência. O al-
goritmo NSGA-II obteve o seu melhor resultado para as instâncias maiores, com 100
tarefas. Por outro lado, os algoritmos de busca local (MOVNS, MOVNS_Ottoni,
MOVNS_Arroyo, PILS e PILS1) apresentaram seus melhores resultado para as ins-
tâncias menores, com 60 tarefas.

Na Tabela 5.2 apresentam-se os resultados obtidos dos algoritmos implementados
com relação à métrica de cardinalidade C1R(A). Na primeira coluna indica-se o
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tipo de resultado: médio e melhor. Na segunda coluna, o conjunto de instâncias
agrupadas de acordo com o número de tarefas n. Nas demais colunas, mostra-se,
para cada algoritmo e para cada grupo de instâncias, o resultado para a métrica
de cardinalidade C1R(A), calculada de acordo com a Equação (3.6). Abaixo do
conjunto de resultados estão as médias para cada algoritmo. Na última linha estão
registrados os valores para o desvio padrão de cada algoritmo.

Observa-se que cada algoritmo foi executado 30 vezes para uma determinada ins-
tância do problema e o conjunto de soluções não-dominadas obtidas nessas execuções
é considerado no cálculo da medida de desempenho do algoritmo.

Tabela 5.2: Comparação dos algoritmos com relação à métrica de Cardinalidade
(C1R)

n
Algoritmo

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGA-II SPEA2

Resultado
Médio

60 2,13 3,56 4,00 2,68 32,15 2,18 0,29
80 0,19 0,73 0,72 0,29 10,57 1,22 0,16
100 0,05 0,28 0,10 0,09 2,89 2,32 0,16
Média 0,79 1,52 1,60 1,02 15,20 1,91 0,20

Melhores
Resultados

60 12,42 18,44 22,66 9,53 58,47 15,65 5,32
80 2,45 7,19 10,48 3,78 43,68 14,71 3,72
100 1,41 6,30 2,42 1,85 32,64 29,85 4,60
Média 5,43 10,64 11,85 5,05 44,93 20,07 4,55

Desvio Padrão 4,41 6,40 6,43 4,74 25,76 8,21 2,48

Considerando o resultado médio observado na Tabela 5.2, o algoritmo PILS1 é
capaz de gerar um número muito superior de soluções não-dominadas em relação
aos demais algoritmos. Além disso, o número de soluções de referência geradas
por esse algoritmo é, pelo menos, sete vezes maior que aquele gerado por qualquer
outro algoritmo. O algoritmo PILS1 obteve seu melhor desempenho nas instâncias
menores, de tamanho 60, e o seu pior resultado foi para as instâncias maiores, com
100 tarefas. Esse diferença contribui para o valor elevado do desvio padrão, que
é o maior entre todos os algoritmos testados. Quanto menor o valor do desvio
padrão, mais robusto é considerado o algoritmo. O SPEA2 apresentou o menor
desvio padrão, entretanto, obteve o pior desempenho em todas as comparações, ou
seja, encontra resultados parecidos, geralmente ruins.

Em relação aos melhores resultados, o algoritmo PILS1, também conseguiu o
melhor desempenho. Entretanto, a diferença para o NSGA-II foi menor.

Na Tabela 5.3 estão os resultado obtidos para a métrica distância média D1R,
calculados de acordo com a Equação (3.7). Existem dois grupos: os resultados
médios e os melhores resultados. Na última linha da tabela, estão os valores do
desvio padrão para cada algoritmo.

Analisando o resultado médio da métrica distância média D1R, apresentado pela
Tabela 5.3, é possível afirmar que o algoritmo PILS1 produziu o conjunto de soluções
não-dominadas que estão mais próximas do conjunto de referência. Além disso, o
algoritmo MOVNS_Arroyo obteve o segundo melhor desempenho, enquanto que o
SPEA2 ficou com o pior resultado.

Considerando apenas os melhores resultados, o PILS1 conseguiu o melhor valor
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Tabela 5.3: Comparação dos algoritmos com relação à métrica Distância Média
(D1R)

n
Algoritmo

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGA-II SPEA2

Resultado
Médio

60 3,54 2,92 2,74 4,05 0,90 3,18 4,61
80 5,52 4,56 4,47 6,21 2,04 5,16 7,81
100 7,92 6,43 6,41 8,19 4,32 8,34 11,86
Média 5,66 4,63 4,54 6,15 2,42 5,56 8,09

Melhores
Resultados

60 1,90 1,63 1,48 2,67 0,26 0,69 1,30
80 2,81 2,33 2,26 4,05 0,94 1,02 2,13
100 4,66 3,68 3,57 5,67 2,16 1,66 3,68
Média 3,12 2,55 2,43 4,13 1,12 1,13 2,37

Desvio Padrão 4,59 3,79 3,84 4,60 2,34 6,60 7,51

a métrica D1R, seguido pelo NSGA-II. O pior resultado foi obtido pelo algoritmo
PILS.

O PILS1 obteve o menor desvio padrão, enquanto que o SPEA2 ficou o maior
valor. Observou-se, para essa métrica, que todos os algoritmos conseguiram me-
lhor desempenho nas instâncias menores, com 60 tarefas, e pior desempenho nas
instâncias maiores, de 100 tarefas.

A Tabela 5.4 apresenta os resultados obtidos pelos algoritmos implementados
com relação à métrica de distância máxima Dmax, calculada de acordo com a Equa-
ção (3.8). Nessa tabela apresenta-se o resultado médio e os melhores resultados
encontrados. Na segunda coluna indica-se o conjunto de instâncias agrupadas de
acordo com o número de tarefas n. Nas demais colunas, mostra-se, para cada al-
goritmo e para cada grupo de instâncias, o resultado para a métrica Dmax, que foi
calculada de acordo com a Equação (3.8). Na última linha são apresentados os
valores do desvio padrão para cada algoritmo.

Tabela 5.4: Comparação dos algoritmos com relação à métrica Distância Máxima
(Dmax)

n
Algoritmo

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGA-II SPEA2

Resultado
Médio

60 7,74 7,19 6,98 8,48 3,88 5,90 7,42
80 10,75 9,93 9,80 11,54 7,20 8,67 11,23
100 13,50 12,39 12,34 13,97 10,70 12,45 15,84
Média 10,66 9,84 9,71 11,33 7,26 9,01 11,50

Melhores
Resultados

60 5,61 5,52 5,21 6,95 1,13 1,70 2,87
80 7,91 7,47 7,40 9,42 4,15 2,29 4,77
100 10,23 9,55 9,32 11,68 7,80 3,27 7,18
Média 7,92 7,51 7,31 9,35 4,36 2,42 4,94

Desvio Padrão 6,47 6,32 6,34 6,74 6,32 7,57 8,23

Pelo resultado médio da Tabela 5.4, verifica-se que o algoritmo PILS1 apresentou
o melhor resultado na métrica distância máximaDmax, enquanto que o pior resultado
foi o do algoritmo SPEA2.
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Para os melhores resultados, nota-se que os algoritmos evolutivos obtiveram um
bom desempenho nessa métrica, sendo que o primeiro e o terceiro melhor resultado
foram dos algoritmos NSGA-II e SPEA2, respectivamente. O PILS1 apresentou o
segundo menor valor para a métrica Dmax.

O menor desvio padrão para essa métrica foi apresentado pelos algoritmos PILS1
e MOVNS_Ottoni, enquanto que o maior desvio padrão foi o do algoritmo SPEA2.

Apresenta-se, na Tabela 5.5, os resultados obtidos pelos algoritmos implemen-
tados com relação à métrica diferença de hipervolume H−(.). Na primeira coluna
estão os tipos de resultados: resultado médio e melhores resultado. Na segunda
coluna dessa tabela, indica-se o conjunto de instâncias agrupadas de acordo com o
número de tarefas n. Nas demais colunas, para cada algoritmo, estão os valores da
diferença de hipervolume H− obtidos sobre 48 instâncias. Na última linha estão os
valores do desvio padrão de cada algoritmo para a métrica H−(.).

Tabela 5.5: Comparação dos algoritmos com relação à métrica Diferença de Hiper-
volume (H−)

n
Algoritmo

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGA-II SPEA2

Resultado
Médio

60 1.050,74 908,04 856,52 1.190,03 317,95 1.016,82 1.420,06
80 1.491,81 1.271,56 1.253,95 1.656,59 628,39 1.434,97 2.078,97
100 1.917,98 1.576,87 1.575,02 1.980,08 1.086,05 1.982,22 2.762,23
Média 1.486,84 1.252,16 1.228,50 1.608,90 677,46 1.478,00 2.087,08

Melhores
Resultados

60 591,22 518,78 474,68 829,40 78,22 149,41 385,92
80 840,09 681,96 658,10 1.134,62 251,70 202,60 582,71
100 1.149,47 865,35 875,68 1385,38 477,43 325,18 903,10
Média 860,26 688,70 669,49 1.116,47 269,12 225,73 623,91

Desvio Padrão 1.123,57 990,37 992,91 1.192,67 751,04 1.627,51 1.787,41

Pelos valores dos resultados médios da Tabela 5.5, verifica-se que o algoritmo
PILS1 produz uma melhor cobertura para o conjunto de referência R, comparado
com os demais algoritmos. Isso significa que a área formada entre as pontos do
conjunto R e os ponto do conjunto não-dominado do algoritmo PILS1 apresenta os
menores valores. Os algoritmos MOVNS_Arroyo e MOVNS_Ottoni apresentaram
o segundo e o terceiro melhor resultado respectivamente.

Considerando apenas os melhores resultados de cada instância, o NSGA-II con-
seguiu o menor valor para H− entre todos os algoritmos. O segundo melhor desem-
penho foi do PILS1 e o maior valor para a métrica H− foi do PILS.

O menor valor para o desvio padrão foi do algoritmo PILS1, enquanto que o
maior foi o do SPEA2.

A Tabela 5.6 mostra os resultados obtidos pelos algoritmos com relação à métrica
epsilon I1

ε (.). Na primeira coluna dessa tabela, são exibidos os tipos de resultados.
A segunda coluna apresenta o conjunto de instâncias agrupadas de acordo com o
número de tarefas n e nas demais colunas, estão, para cada algoritmo e para cada
grupo de instâncias, o valores para essa métrica.

De acordo com os resultados médios da Tabela 5.6 verifica-se que o algoritmo
PILS1 é o que produz os menores valores para a métrica epsilon, indicando que as so-
luções não-dominadas geradas por este algoritmo estão mais próximas do conjunto de
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Tabela 5.6: Comparação dos algoritmos com relação à métrica Epsilon(I1
ε (.))

n
Algoritmo

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGA-II SPEA2

Resultado
Médio

60 1,43 1,37 1,35 1,48 1,13 1,40 1,58
80 1,23 1,19 1,19 1,25 1,10 1,38 1,63
100 1,18 1,15 1,15 1,18 1,10 1,63 2,01
Média 1,28 1,24 1,23 1,31 1,11 1,47 1,74

Melhores
Resultados

60 1,24 1,21 1,19 1,33 1,04 1,11 1,18
80 1,13 1,10 1,10 1,17 1,05 1,10 1,19
100 1,11 1,09 1,09 1,13 1,05 1,16 1,33
Média 1,16 1,13 1,13 1,21 1,05 1,13 1,24

Desvio Padrão 0,27 0,22 0,21 0,28 0,11 0,85 1,37

referência R. Além disso, os algoritmos de busca local (MOVNS, MOVNS_Ottoni,
MOVNS_Arroyo, PILS e PILS1) obtiveram melhor resultado se comparados com
os algoritmos evolutivos (NSGA-II e SPEA2).

Em relação ao melhores resultados, o PILS1 também obteve o menor valor para
a métrica I1

ε . Três algoritmos ficaram empatados com o segundo melhor resultado:
MOVNS_Ottoni, MOVNS_Arroyo e NSGA-II.

O desvio padrão do algoritmo PILS1 é o menor entre todos os algoritmos. Os
algoritmos de busca local conseguiram o seu melhor desempenho nessa métrica nas
instâncias maiores com 100 tarefas.

Na Tabela 5.7 apresenta-se um resumo dos resultados de todos algoritmos para
todas as métricas. Na primeira coluna são listados os algoritmos e nas demais
colunas, mostra-se apenas a média total para cada métrica. O melhor resultado de
cada métrica está destacado em negrito na tabela.

Tabela 5.7: Resumo da comparação dos algoritmos por métrica em relação aos
resultados médios

Algoritmo Métrica
C1R D1R Dmax H− I1

ε

MOVNS 0,79 5,66 10,66 1.486,84 1,28
MOVNS_Ottoni 1,52 4,63 9,84 1.252,16 1,24
MOVNS_Arroyo 1,60 4,54 9,71 1.228,50 1,23
PILS 1,02 6,15 11,33 1.608,90 1,31
PILS1 15,20 2,42 7,26 677,46 1,11
NSGAII 1,91 5,56 9,01 1.478,00 1,47
SPEA2 0,20 8,09 11,50 2.087,08 1,74

De acordo com a Tabela 5.7, pode-se afirmar que o algoritmo PILS1 conseguiu
o melhor resultado médio entre todos os outros algoritmos em relação a todas as
métricas avaliadas.

A Tabela 5.8 mostra uma comparação dos algoritmos em relação a cada uma das
métricas tendo em vista a média dos melhores resultados encontrados por cada algo-
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ritmo em cada métrica e em 30 execuções de cada instância. Na primeira coluna são
listados os algoritmos e nas demais colunas, mostra-se o resultado de cada algoritmo
em relação à cada métrica. Destacou-se na tabela o melhor resultado apresentado
em cada métrica.

Tabela 5.8: Resumo da comparação dos algoritmos por métrica em relação aos
melhores resultados encontrados

Algoritmo Métrica
C1R D1R Dmax H− I1

ε

MOVNS 5,43 3,12 7,92 860,26 1,16
MOVNS_Ottoni 10,64 2,55 7,51 688,70 1,13
MOVNS_Arroyo 11,85 2,43 7,31 669,49 1,13
PILS 5,05 4,13 9,35 1.116,47 1,21
PILS1 44,93 1,12 4,36 269,12 1,05
NSGAII 20,07 1,13 2,42 225,73 1,13
SPEA2 4,55 2,37 4,94 623,9 1,24

De acordo com a Tabela 5.8, o algoritmo PILS1 tem melhor desempenho com
relação aos melhores valores nas métricas cardinalidade, distância média e epsilon,
enquanto que o NSGA-II foi melhor nas métricas distância máxima e diferença de
hipervolume.

5.3 Análise Estatística
Os experimentos a seguir têm por objetivo verificar se existe diferença estatistica-
mente significativa entre os resultados médios dos algoritmos implementados. Para
a realização desta tarefa utilizou-se o teste não-paramétrico Kruskal-Wallis (Field,
2009). Os testes estatísticos foram executados com o auxílio da ferramenta R (R
Development Core Team, 2011).

O teste não-paramétrico Kruskal-Wallis é realizado para cada par de algoritmo.
Esse teste determina se as diferenças amostrais observadas sugerem que as amostras
são de populações diferentes ou se são apenas variações casuais que podem ser
esperadas entre amostras aleatórias da mesma população.

Na Tabela 5.9 mostra-se o resultado do teste Kruskal-Wallis de comparação múl-
tipla para a métrica de cardinalidade com a finalidade de verificar se existe diferença
significativa entre os resultados dos algoritmos. Nesta tabela, a primeira coluna in-
dica o nome algoritmo e nas demais estão os valores do teste em relação a cada par
de algoritmo. Destacou-se nessa tabela os resultados que apresentaram diferença
superior a 104, 24, que foi a diferença crítica para esse teste. As células destacadas
indicam os pares de algoritmos que o resultado apresenta diferença estatisticamente
significativa entre si.

A partir dos resultados da Tabela 5.9, pode-se afirmar que existem evidências
estatísticas de que o resultado da métrica de cardinalidade é significativamente
diferente entre os pares de algoritmos: MOVNS × PILS1, MOVNS × NSGA-II,
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Tabela 5.9: Teste Kruskal-Wallis: cardinalidade (C1R)

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGAII SPEA2
MOVNS - 99,50 96,88 16,39 448,40 193,06 62,72
MOVNS_Ottoni 99,50 - 2,63 115,90 348,90 93,55 162,23
MOVNS_Arroyo 96,88 2,63 - 113,27 351,53 96,18 159,60
PILS 16,39 115,90 113,27 - 464,80 209,45 46,33
PILS1 448,40 348,90 351,53 464,80 - 255,35 511,13
NSGAII 193,06 93,55 96,18 209,45 255,35 - 255,78
SPEA2 62,72 162,23 159,60 46,33 511,13 255,78 -

MOVNS_Ottoni × PILS, MOVNS_Ottoni × PILS1, MOVNS_Ottoni × SPEA2,
MOVNS_Arroyo × PILS, MOVNS_Arroyo × PILS1, MOVNS_Arroyo × SPEA2,
PILS × PILS1, PILS × NSGA-II, PILS1 × NSGA-II, PILS1 × SPEA2 e NSGA-II
× SPEA2.

Assim, de acordo com a Tabela 5.9, há evidências estatísticas de que os valores
médios relativos à métrica de cardinalidade (C1R) do algoritmo PILS1 são signifi-
cativamente diferentes de todos os outros algoritmos.

O resultado do teste Kruskal-Wallis de comparação múltipla para a métrica de
distância média é apresentado pela Tabela 5.10. Destacou-se em negrito nessa tabela
os resultados com diferença superior a 104, 24, que foi a diferença crítica para esse
teste.

Tabela 5.10: Teste Kruskal-Wallis: distância média (D1R)

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGAII SPEA2
MOVNS - 59,95 69,03 31,13 253,70 31,31 113,13
MOVNS_Ottoni 59,95 - 9,08 91,08 193,75 28,64 173,08
MOVNS_Arroyo 69,03 9,08 - 100,17 184,67 37,72 182,16
PILS 31,13 91,08 100,17 - 284,83 62,44 81,99
PILS1 253,70 193,75 184,67 284,83 - 222,39 366,83
NSGAII 31,31 28,64 37,72 62,44 222,39 - 144,44
SPEA2 113,13 173,08 182,16 81,99 366,83 144,44 -

A partir do resultado apresentado na Tabela 5.10, é possível afirmar que existem
evidências estatísticas de que o resultado para a métrica distância média é signifi-
cativamente diferente entre os pares de algoritmos: MOVNS × PILS1, MOVNS ×
SPEA2, MOVNS_Ottoni × PILS1, MOVNS_Ottoni × SPEA2, MOVNS_Arroyo
× PILS1, MOVNS_Arroyo × SPEA2, PILS × PILS1, PILS1 × NSGA-II, PILS1 ×
SPEA2 e NSGA-II × SPEA2.

Os resultados da Tabela 5.10 mostram, portanto, que o algoritmo PILS1 produz
valores médios da métrica distância média (D1R) significativamente diferentes de
todos os demais algoritmos. Esse fato confirma a superioridade do algoritmo PILS1
nessa métrica.

Apresenta-se na Tabela 5.11 o resultado do teste Kruskal-Wallis de comparação
múltipla para a métrica de distância máxima com a finalidade de verificar se existe
diferença significativa entre os resultados dos algoritmos.

De acordo com os resultados da Tabela 5.11, é possível afirmar que existem
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Tabela 5.11: Teste Kruskal-Wallis: distância máxima (Dmax)

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGAII SPEA2
MOVNS - 42,22 49,19 25,96 175,86 88,71 24,78
MOVNS_Ottoni 42,22 - 6,97 68,17 133,65 46,49 67,00
MOVNS_Arroyo 49,19 6,97 - 75,15 126,67 39,52 73,97
PILS 25,96 68,17 75,15 - 201,82 114,67 1,17
PILS1 175,86 133,65 126,67 201,82 - 87,15 200,65
NSGAII 88,71 46,49 39,52 114,67 87,15 - 113,49
SPEA2 24,78 67,00 73,97 1,17 200,65 113,49 -

evidências estatísticas de que o resultado para a métrica de distância máxima é
diferente entre os pares de algoritmos: MOVNS× PILS1, MOVNS_Ottoni× PILS1,
MOVNS_Arroyo × PILS1, PILS × PILS1, PILS × NSGA-II e PILS1 × SPEA2.

Considerando que para essa métrica o algoritmo PILS1 apresentou resultado
médio maior que todos os outros algoritmos, o teste de Kruskal-Wallis evidencia que
essa diferença é estatisticamente significativa em relação aos algoritmos MOVNS,
MOVNS_Ottoni, MOVNS_Arroyo, PILS, PILS1 e SPEA2. Entretanto, apesar de
existir diferença entre os resultados médios dos algoritmos PILS1 e NSGA-II, não é
possível afirmar que essa diferença é estatisticamente significativa nessa métrica.

Na Tabela 5.12 estão os resultados do teste Kruskal-Wallis de comparação múlti-
pla para a métrica diferença de hipervolume. Este teste tem a finalidade de verificar
a existência de diferença significativa entre os resultados produzidos entre cada par
de algoritmos.

Tabela 5.12: Teste Kruskal-Wallis: diferença de hipervolume (H−)

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGAII SPEA2
MOVNS - 62,28 69,67 23,29 237,27 35,59 101,38
MOVNS_Ottoni 62,28 - 7,40 85,57 174,99 26,69 163,65
MOVNS_Arroyo 69,67 7,40 - 92,97 167,60 34,08 171,05
PILS 23,29 85,57 92,97 - 260,56 58,88 78,08
PILS1 237,27 174,99 167,60 260,56 - 201,68 338,65
NSGAII 35,59 26,69 34,08 58,88 201,68 - 136,97
SPEA2 101,38 163,65 171,05 78,08 338,65 136,97 -

Analisando a Tabela 5.12, pode-se afirmar que há evidências estatísticas de que
os valores médios relativos à métrica diferença de hipervolume são estatisticamente
significativos entre os pares de algoritmos: MOVNS × PILS1, MOVNS_Ottoni ×
PILS1, MOVNS_Ottoni × SPEA2, MOVNS_Arroyo × PILS1, MOVNS_Arroyo ×
SPEA2, PILS × PILS1, PILS1 × NSGA-II, PILS1 × SPEA2 e NSGA-II × SPEA2.

Os resultados da Tabela 5.12 evidenciam que o algoritmo PILS1 é superior esta-
tisticamente aos demais algoritmos em relação à métrica diferença de hipervolume
(H−).

O teste Kruskal-Wallis de comparação múltipla também foi aplicado para a mé-
trica epsilon com a finalidade de verificar se existe diferença significativa entre os
resultados dos algoritmos nessa métrica. Na Tabela 5.13 são apresentados os resul-
tados encontrados considerando os valores médios de cada algoritmo nessa métrica.
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Tabela 5.13: Teste Kruskal-Wallis: métrica epsilon (I1
ε (.))

MOVNS MOVNS_Ottoni MOVNS_Arroyo PILS PILS1 NSGAII SPEA2
MOVNS - 47,10 55,03 19,83 226,90 33,24 137,95
MOVNS_Ottoni 47,10 - 7,93 66,93 179,80 80,34 185,05
MOVNS_Arroyo 55,03 7,93 - 74,86 171,86 88,27 192,98
PILS 19,83 66,93 74,86 - 246,72 13,42 118,13
PILS1 226,90 179,80 171,86 246,72 - 260,14 364,85
NSGAII 33,24 80,34 88,27 13,42 260,14 - 104,71
SPEA2 137,95 185,05 192,98 118,13 364,85 104,71 -

Conforme pode ser observado na Tabela 5.13, há evidências estatísticas de que
os valores médios da métrica epsilon são diferentes entre os seguintes pares de
algoritmos: MOVNS × PILS1, MOVNS × SPEA2, MOVNS_Ottoni × PILS1,
MOVNS_Ottoni× SPEA2, MOVNS_Arroyo× PILS1, MOVNS_Arroyo× SPEA2,
PILS × PILS1, PILS × SPEA2, PILS1 × NSGA-II, PILS1 × SPEA2 e NSGA-II ×
SPEA2.

Assim, de acordo com essa tabela, pode-se afirmar que os valores médios da
métrica epsilon (I1

ε (.)) produzidos pelo algoritmo PILS1 são significativamente di-
ferentes de todos os outros, confirmando a superioridade do algoritmo PILS1 frente
aos demais. Por outro lado, pode-se afirmar que o algoritmo SPEA2 é estatistica-
mente inferior aos demais, tendo em vista que seus resultados médios são piores do
que de todos os outros nessa métrica.

A Tabela 5.14 mostra um resumo do teste Kruskal-Wallis com todas as métricas
e todos os pares de algoritmos. Na primeira coluna, são listados os pares de algorit-
mos e as demais colunas assumem valor V caso exista diferença estatística entre os
algoritmos comparados, e valor F, caso contrário.

Em vista dos resultados médios apresentados pelos algoritmos e dos resultados
da Tabela 5.14, pode-se concluir que o algoritmo PILS1 é estatisticamente superior
a todos os outros algoritmos em todas as métricas. A exceção ocorre apenas na
métrica distância máxima, situação na qual não é possível definir se a diferença
existente entre o PILS1 e o NSGA-II é estatisticamente significativa.
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Tabela 5.14: Teste Kruskal-Wallis de comparação múltipla
Par de Algoritmos C1R D1R Dmax H− I1

ε

MOVNS × MOVNS_Ottoni F F F F F
MOVNS × MOVNS_Arroyo F F F F F
MOVNS × PILS F F F F F
MOVNS × PILS1 V V V V V
MOVNS × NSGA-II V F F F F
MOVNS × SPEA2 F V F F V
MOVNS_Ottoni × MOVNS_Arroyo F F F F F
MOVNS_Ottoni × PILS V F F F F
MOVNS_Ottoni × PILS1 V V V V V
MOVNS_Ottoni × NSGA-II F F F F F
MOVNS_Ottoni × SPEA2 V V F V V
MOVNS_Arroyo × PILS V F F F F
MOVNS_Arroyo × PILS1 V V V V V
MOVNS_Arroyo × NSGA-II F F F F F
MOVNS_Arroyo × SPEA2 V V F V V
PILS × PILS1 V V V V V
PILS × NSGA-II V F V F F
PILS × SPEA2 F F F F V
PILS1 × NSGA-II V V F V V
PILS1 × SPEA2 V V V V V
NSGA-II × SPEA2 V V V V V



Capítulo 6

Conclusões e Trabalhos Futuros

Este trabalho tratou o problema de sequenciamento em uma máquina em que o
tempo de preparação das tarefas depende da sequência e da família, tendo-se dois
critérios de otimização a serem atendidos: a minimização do makespan e a minimi-
zação do atraso total ponderado.

Para resolvê-lo, foram adaptados sete algoritmos multiobjetivos: Multi-objective
Variable Neighborhood Search (MOVNS), MOVNS_Ottoni, MOVNS_Arroyo, Pa-
reto Iterated Local Search (PILS), PILS1, Nondominated Sorting Genetic Algorithm
II (NSGA-II) e Strength Pareto Evolutionary Algorithm 2 (SPEA2). Os cinco pri-
meiros são baseados em busca local, enquanto os dois últimos são baseados em busca
populacional. Os algoritmos MOVNS_Ottoni e MOVNS_Arroyo são variantes do
algoritmo MOVNS encontradas na literatura. O PILS1 é uma variante do algoritmo
PILS proposta neste trabalho, diferindo deste com relação à forma como são feitas
as perturbações.

Os algoritmos foram comparados entre si em relação a cinco métricas: cardina-
lidade, distância média, distância máxima, diferença de hipervolume e epsilon.

Os resultados computacionais realizados em instâncias-teste geradas para o pro-
blema, validados por análises estatísticas, mostraram que a variante PILS1 é supe-
rior, em termos de resultado médio, aos demais algoritmos em relação às métricas
de cardinalidade, distância média, hipervolume e epsilon. Em relação à métrica
distância máxima, o PILS1 foi melhor a todos os outros algoritmos; no entanto, de
acordo com teste Kruskal-Wallis, apenas não foi possível afirmar que a diferença
existente entre o PILS1 e o NSGA-II foi estatisticamente significativa.

Em termos de melhores resultados, mostrou-se que o algoritmo PILS1 teve me-
lhor desempenho nas métricas cardinalidade, distância média e epsilon, enquanto
que o NSGA-II foi melhor nas métricas distância máxima e diferença de hipervo-
lume.

O bom desempenho do PILS1 evidencia a contribuição do procedimento de per-
turbação proposto neste trabalho. Além disso, esse trabalho permitiu a comparação
de algoritmos pertencentes a duas classes de problemas, de um lado os algoritmos
baseados em busca local e, do outro, os de busca populacional. Acrescenta-se, ainda,
como vantagem adicional do PILS1 é que não há necessidade de parâmetros para
serem calibrados.

Como trabalhos futuros, são feitas as seguintes sugestões:

• Criar novas estruturas de vizinhanças, como por exemplo, troca em bloco de
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tarefas que são da mesma família;

• Utilizar outras heurísticas construtivas, como por exemplo, a heurísticas NEH;

• Aplicar o algoritmo PILS1 em outros problemas de otimização multiobjetivo;

• Comparar os resultados com outros algoritmos multiobjetivos;

• Utilizar outros operadores para os algoritmos evolutivos;

• Aplicar um algoritmo capaz de gerar a fronteira Pareto com a finalidade de
avaliar melhor a qualidade dos resultados desses algoritmos para o problema
em estudo.
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