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RESUMO
Este trabalho traz uma aplicação da Metodologia de Superfícies de Respostas na adequação dos parâmetros de algoritmo proposto por Souza et al (2003) para um  Problema de Programação de Tripulações (PPT) aplicado ao transporte público. Através de um projeto fatorial 23 foram avaliados os parâmetros de entrada para verificar aqueles que mais influenciam a resposta (etapa descritiva). Posteriormente, ajustou-se um modelo de regressão polinomial do segundo grau com o objetivo de aplicar a programação quadrática e encontrar os níveis ótimos dos parâmetros do modelo.
PALAVRAS-CHAVES: Planejamento de Experimentos, Superfícies de Respostas, Programação Quadrática

1 INTRODUÇÃO

O desenvolvimento de produtos ou processos com qualidade e rapidez depende muito da configuração correta das variáveis de entrada de um processo, ou fatores controláveis. A realização de experimentos, em qualquer que seja a área da ciência, é a maneira mais utilizada para alcançar esse objetivo.

Por outro lado, a falta de planejamento durante essa etapa da investigação pode levar a resultados incertos ou demandar muito tempo. Mesmo assim, raros são os pesquisadores que pensam em estatística antes de realizar seus experimentos. A maneira mais usual é analisar os dados na expectativa de alcançar resultados satisfatórios, com um bom grau de confiabilidade, mas sem se preocupar com o processo utilizado na amostragem.

Este trabalho aborda a aplicação desta metodologia para adequar os parâmetros de entrada de um algoritmo proposto por Souza et al (2003) para o Problema de Programação de Tripulações (PPT). 

2 REVISÃO BIBLIOGRAFICA

2.1 Problema de Programação de Tripulação – PPT

O Problema de Programação de Tripulações de uma empresa do Sistema de Transporte Público (PPT) consiste em gerar uma escala de trabalho, isto é, um conjunto de jornadas de trabalho para as tripulações que conduzirão a frota em operação, Souza et al (2003). Tais jornadas devem contemplar todas as viagens sob responsabilidade da empresa, satisfazer a um conjunto de leis trabalhistas e regras operacionais da empresa, com o menor custo possível. Este problema tem como dados de entrada a programação dos veículos. Portanto, considera-se que já estejam definidos os blocos de viagens de cada veículo, isto é, a seqüência de viagens de cada ônibus. 

Para se compreender o PPT, é necessário familiarizar-se com uma série de definições:

· Escala: conjunto de jornadas de trabalho diárias para as tripulações que conduzirão a frota em operação;

· Bloco: seqüência de viagens um determinado veículo precisa realizar em um dia, iniciando e terminando na garagem;

· Oportunidade de Troca (OT): intervalo de tempo suficiente, em um ponto apropriado, para haver troca de tripulações;

· Tarefa: conjunto de viagens compreendidas entre duas OT’s;

· Jornada: conjunto de tarefas. A jornada pode ser de dois tipos:

· Pegada Simples: quando as tarefas são realizadas de uma única vez, sendo os intervalos de tempo entre as tarefas inferiores à 2 horas;

· Pegada Dupla: quando ocorre um intervalo entre tarefas maior que 2 horas;

· Restrições essenciais: devem ser feitas para gerar uma escala viável;

· Restrições não-essenciais: melhoram a qualidade do atendimento; mas não necessariamente implicam em escalas inviáveis se não forem satisfeitas.

2.2 Método de Busca Tabu

A idéia que suporta o Método de Busca Tabu é simples, consiste em gerar uma lista (memória) das soluções encontradas recentemente, e que serão evitadas na busca da próxima solução. Ele é um método tipicamente determinístico, todavia alguns elementos probabilísticos podem ser acrescentados para sofisticar o modelo (Michalewicz & Fogel, 2000). Souza (2002) define o Método de Busca Tabu (BT) como um procedimento adaptativo que utiliza uma estrutura de memória para permitir que um método de descida continue a explorar o espaço de busca mesmo na ausência de movimentos de melhora, evitando assim que haja a formação de ciclos, isto é, o retorno a um ótimo local previamente visitado.

A partir de uma solução inicial, S0, o algoritmo BT explora, a cada iteração, um subconjunto V da vizinhança N(s)  da solução corrente s. O membro S’ de V com menor valor segundo a função de avaliação f(*) torna-se a nova solução corrente, S, mesmo que ela seja pior que a anterior, isto é,  f(S’) > f(S). Este critério de escolha do melhor vizinho, por sua vez, procura escapar de mínimos locais, entretanto, incorre no risco de ciclagem. Para evitar que isto ocorra, existe uma lista tabu T, ou seja, uma lista de movimentos proibidos. A lista Tabu clássica contém os movimentos reversos aos últimos |T| movimentos realizados (onde |T| é um parâmetro do método) e funciona como uma fila de tamanho fixo e disciplina FIFO (first in - first out). O método apresenta, todavia, o inconveniente de também poder proibir movimentos para soluções que ainda não foram visitadas. Para tentar contornar este inconveniente, utiliza-se uma “função de aspiração” para retirar o status tabu de um movimento m, isto corresponde à existência de um nível de aspiração, A(v), para cada possível valor v da função objetivo. Daí, mesmo que m esteja na lista tabu T, uma solução S’ em V poderá ser gerada se f(S’) 
[image: image1.wmf]£

 A(f(S)) (Souza, 2002). 

O algoritmo BT emprega dois critérios de parada do procedimento:

· Realização do número máximo de iterações sem melhora no valor da melhor solução;

· Alcance ou aproximação de um certo limite inferior conhecido, por parte da melhor solução.  Este critério evita a execução desnecessária do algoritmo quando uma solução ótima ou, uma suficientemente boa, for encontrada.

Os parâmetros principais do método são o tamanho |T| da lista, a função de aspiração A, o tamanho do conjunto V de soluções vizinhas testadas em cada iteração e o número máximo de iterações sem melhora no valor da melhor solução, BTmax. 

A figura 2 apresenta o pseudocódigo de um algoritmo de Busca Tabu básico. Nele foi considerada a possibilidade de uso de um valor mínimo, fmin, para a função  f, entretanto, poder-se-ia fazer uso de estratégias de intensificação da busca em outras regiões consideradas promissoras, ou estratégias de diversificação para estimular a busca em regiões ainda pouco exploradas (Souza, 2002).

Procedimento BT(f(.);N(.);A(.); |V|; fmin; |T|; BTmax; S)

S* ← S; {Melhor solução obtida até então}

Iter ← 0; {Contador do número de iterações}

MelhorIter ←  0; {Iteração mais recente que forneceu S*}

T ← 0; {Lista Tabu}

Inicialize a função de aspiração A;

Enquanto (f(s) > fmin e Iter - MelhorIter < BTmax) faça
      Início     

            Iter ← Iter + 1;

            Seja S’ ← S 
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 m o melhor elemento de V 
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 N(S) tal que (m 
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 T) ou (f(S) <    A(f(S));

            T ← T - {movimento mais antigo} + {movimento que gerou S’};

           Atualize a função de aspiração A;

            S ← S’;

           Se (f(S) < f(S*)) então

                Início

                       S* ← S;

                      MelhorIter ← Iter;

                Fim-se;

     Fim-enquanto;

 S ← S*;

 Retorne S;

 Fim BT;

 FIGURA 1: Algoritmo BT.

2.3 Metodologia das Superfícies de Resposta

A Metodologia das Superfícies de Resposta (RSM – Response Rsurface Methodology) pode ser entendida como uma combinação de técnicas de Planejamento de Experimentos, Análise de Regressão e métodos de otimização (Barbetta e Lehrer, 2001). São muito úteis durante a etapa de desenvolvimento de produtos ou processos e também na melhoria de produtos já existentes.

Segundo Montgomery (1997), o planejamento experimental representa um conjunto de ensaios estabelecidos com critérios científicos e estatísticos, com o objetivo de determinar a influência de diversas variáveis nos resultados de um sistema ou processo. A utilização desta técnica permite:

· Determinar quais variáveis são mais influentes no resultado;

· Atribuir valores às variáveis influentes de modo a otimizar a resposta média;

· Atribuir valores às variáveis influentes de modo a minimizar a variabilidade dos resultados.

Três princípios básicos que devem ser obedecidos durante a realização de um experimento, são eles: réplica, aleatoriedade e formação de blocos. Réplicas são repetições do experimento sob as mesmas condições e permitem obter uma estimativa da variabilidade devida ao erro experimental. O termo aleatoriedade refere-se ao fato de que a ordem segundo a qual os ensaios serão realizados deve ser determinada ao acaso, viabilizando a aplicação de métodos estatísticos para a análise dos dados. Já a formação de blocos, segundo Montgomery (1997), é uma técnica utilizada para aumentar a precisão do experimento. Por exemplo, quando se deseja avaliar a atuação de diferentes operadores em uma determinada máquina, são formados grupos de operadores para compor cada bloco, tornando possível avaliar se há diferenças significativas na resposta devido aos diferentes operadores, ou não.

A realização de experimentos planejados na avaliação de sistemas computacionais é razoavelmente recente. Contudo, Jain (1991) já elegia a técnica como uma das principais ferramentas na avaliação de desempenho de sistemas computacionais. Muitos trabalhos também se apóiam em sistemas computacionais para simular dados de algum processo, como descrito em Welch, Mayer & Benjamin, Shang & Tadikamalla (apud Barbeta, 1998), os quais projetam simulação e realizam a análise dos dados embasados nessa metodologia.

Existem três etapas muito importantes na aplicação desta metodologia:

· Planejamento e execução dos experimentos;

· Análise dos dados e construção do modelo;

· Otimização do modelo.

Na primeira etapa podem ser utilizados diversos projetos de experimentos, de acordo com o objetivo em questão. Quando se deseja realizar uma triagem das variáveis para identificar quais realmente influenciam a variável resposta, é comum aplicar os experimentos fatoriais, que permitem analisar todas as combinações de níveis e fatores. Se o número de fatores é muito grande pode-se aplicar os fatoriais fracionados, que reduzem consideravelmente o número de corridas e, com isso, economiza-se tempo. Depois de selecionar as variáveis que irão compor o modelo, é usual realizar um experimento para o ajuste de funções quadráticas. O mais utilizado é o planejamento central composto.

A construção do modelo se dá através da análise de regressão múltipla, onde é realizada a estimação dos coeficientes das variáveis regressoras. É recomendado a adoção de um Modelo de Regressão Quadrático completo, como sugere a equação 1. 
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Após a construção do modelo, é necessário verificar o seu ajuste. Um dos procedimentos mais utilizados é o teste t (Draper e Smith, 1981).

De posse do modelo ajustado, o próximo passo é buscar a sua otimização. Para isso, existem várias técnicas disponíveis, no caso de um modelo do segundo grau pode ser aplicada a programação quadrática, conforme propõem os trabalhos de Wagner (1969) e Hillier & Lieberman (1974). Com isso, é possível estimar os níveis ótimos de cada um dos parâmetros de entrada que maximizam ou minimizam a resposta média do sistema.

2.4 Programação Quadrática

Segundo Hillier & Lieberman (1974), o nome Programação Quadrática designa o problema de maximização, ou minimização, de uma função objetivo quadrática, sujeita a restrições lineares. Em relação aos  modelos de Programação Linear, eles diferem-se pela presença dos termos em “xi.xj” para todo i e todo j. 

Matematicamente, o problema equivale a determinar uma solução                X = {x1, x2,...., xn}, considerando o seguinte modelo: 
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 0, para todo i, que a função seja côncava, ou seja, possua um coeficiente negativo no termo em “xj2”, e que qjk = qkj. 

Para um modelo deste tipo é possível aplicar, dentre outras abordagens, o Método Simplex com algumas pequenas modificações. No trabalho acima referido e nas publicações de Wagner (1969) e Matheus & Luna (1986) é possível encontrar uma descrição detalhada desta técnica, como ainda, maiores considerações sobre Programação Quadrática e Programação Não-Linear. 

Para a determinação de parâmetros ótimos, o modelo de regressão ajustado será implementado, como um Problema de Programação Quadrática, no software de otimização LINDO 7.0. 

3 DESCRIÇÃO DO PROBLEMA

Este trabalho pretende encontrar os níveis ótimos dos parâmetros do algoritmo proposto por Souza et al (2003) para o PPT de uma empresa de transporte público localizada em Belo Horizonte/MG. A empresa possui uma frota de 111 veículos e é responsável por 11 linhas de ônibus.

Para isso, eles consideram as seguintes restrições da Convenção Coletiva de Trabalho 2002/2003, celebrada entre o Sindicato das Empresas de Transporte de Passageiros de Belo Horizonte (SETRABH) e o Sindicato dos Trabalhadores em Transporte Rodoviário de Belo Horizonte (STTRBH):

RESTRIÇÕES ESSENCIAIS

· Uma tripulação não pode realizar mais de uma tarefa ao mesmo tempo;

· As trocas das tripulações só podem ocorrer nas OT’s;

· As trocas das tripulações só podem ocorrer entre grupos de linhas predeterminadas; ou seja, grupos de linhas com as mesmas características;

· Uma tripulação tem direito a 30 minutos de descanso/alimentação durante sua jornada diária de trabalho, podendo este intervalo ser fracionado em intervalos menores, desde que um deles seja menor ou igual a 15 minutos. Em jornadas com Dupla Pegada, esses 30 minutos são desconsiderados;

· A jornada máxima de trabalho diário é de 7:10 horas para as tripulações com Pegada Simples e 6:40 horas para aquelas com Dupla Pegada, acrescidas de até 2 horas de horas-extras;

· O tempo entre o final de uma jornada diária de trabalho e o seu início no dia seguinte deve ser de, no mínimo, 11 horas.

RESTRIÇÕES NÃO-ESSENCIAIS

· O tempo ocioso de uma tripulação deve ser o menor possível;

· O número de tripulações com Dupla Pegada deve ser limitado a um certo valor;

· O número de horas-extras deve ser minimizado;

· O número de tripulações deve ser mínimo;

· O número de vezes que uma tripulação troca de veículo deve ser reduzido;

· O número de vezes que uma tripulação com Dupla Pegada finaliza a primeira parte da jornada em um ponto e inicia a Segunda parte em um outro ponto deve ser reduzido.

TABELA 1: RESTRIÇÕES ESSENCIAIS E NÃO-ESSENCIAIS DO PPT.

Souza et al (2003) utilizaram modelos heurísticos baseados em Simulated Annealing (SA) e Busca Tabu (BT) para resolver o PPT de ônibus urbano. Primeiramente, eles utilizaram um algoritmo baseado apenas no SA; depois, um baseado apenas na BT e, por fim, um método híbrido baseado nessas duas metaheurísticas (SA + BT).

Os resultados encontrados pelos autores mostraram que o método de Busca Tabu foi o mais eficiente na abordagem do PPT, devido ao fato de ter sido o mais robusto e produzir a melhor solução final, reduzindo os dois principais itens da planilha de custos com a mão-de-obra operacional da empresa: número de tripulações e horas-extras. Além disso, esse método (Busca Tabu) foi o que produziu as soluções mais parecidas com as que a empresa adota.

Os parâmetros adotados neste algoritmo foram:

· Tamanho da lista tabu = |T| = 250

· Número de iterações em que a lista tabu moda de tamanho = IterT = 150

· Percentual da vizinhança analisada a cada iteração do método BT = 50%

4 EXPERIMENTOS

O objetivo dos experimentos é realizar um ajuste dos parâmetros entrada da Busca Tabu de tal maneira que sejam encontradas as melhores respostas médias para a função objetivo, pois trata-se de um problema de minimização.

Os fatores, também chamados de variáveis de controle, são a porcentagem da vizinhança a ser pesquisada, o tamanho da lista tabu e o número máximo de iterações tabus. A variável de resposta é o valor médio da função objetivo.

Os experimentos foram divididos em duas etapas, uma descritiva e outra para construção da superfície de resposta. A primeira fase serve para identificar as variáveis que realmente influenciam a resposta. Aplicou-se um planejamento experimental completo 23, com três fatores a dois níveis cada um, sendo um mínimo e outro máximo representados por -1 e +1, respectivamente, totalizando oito combinações possíveis.

Os níveis dos parâmetros foram discutidos e propostos em conjunto com a equipe que desenvolveu o algoritmo.

FATORES
-1
+1

X1
Tamanho da vizinhança
25%
75%

X2
Tamanho da lista tabu
50
250

X3
Número máximo de iterações tabu
100
200

TABELA 2: NÍVEIS DOS FATORES PARA O EXPERIMENTO FATORIAL 23.

Em cada ponto (combinação) o algoritmo foi executado 8 vezes, retornando a resposta média. Foram executadas mais 3 réplicas para avaliar o erro experimental, totalizando 24 corridas. As corridas foram executadas em ordem aleatória como pede a literatura.

Com o auxílio do software MINITAB 11, foi gerada a matriz do experimento com as corridas já na ordem aleatória com mostra a tabela 3.

CORRIDA
X1
X2
X3
MÉDIA
CORRIDA
X1
X2
X3
MÉDIA

1

1
-1
1278610
13

1
-1
1275945

2
1
1
1
1286915
14
1
-1
-1
1292723

3
-1
1
-1
1320695
15
1
-1
-1
1274785

4
1
-1
1
1283908
16
-1
1
1
1301008

5
-1
-1
1
1296228
17
-1
-1
-1
1242288

6
-1
-1
-1
1237998
18
-1
1
-1
1288615

7
1
1
1
1255348
19
-1
1
1
1316495

8
-1
1
-1
1311003
20
1
-1
1
1268473

9
1
1
-1
1290475
21
-1
-1
1
1299318

10
1
-1
1
1279615
22
-1
-1
1
1308343

11
1
-1
-1
1302143
23
1
1
1
1286330

12
-1
-1
-1
1249470
24
-1
1
1
1309045

    TABELA 3:  MATRIZ DO EXPERIMENTO FATORIAL 23.

De posse dos dados iniciamos a análise estatística do experimento. Primeiramente identificamos os efeitos principais de cada fator, ou seja, a diferença provocada na resposta, quando o fator muda do nível baixo para o nível alto. O gráfico abaixo ilustra bem essa diferença.
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FIGURA 2: Gráfico dos efeitos principais para cada fator.
Como podemos perceber, todos os três fatores exercem influência significativa na resposta da função objetivo, quando passam do nível mínimo para o nível máximo, portanto, optou-se por mantê-los no modelo. Verificou-se também a presença de interações entre os fatores, o que indica a possibilidade do modelo ser de segunda ordem.

Partindo para a segunda etapa da investigação, realizou-se um experimento específico para o ajuste de modelos de segunda ordem, o planejamento central composto de face centrada. Este tipo de experimento consiste em tomar além das oito possíveis combinações entre os fatores em seus níveis máximos e mínimos, os pontos centrais ou intermediários dos fatores.

FATORES
-1
0
+1

X1
Tamanho da vizinhança
25%
50%
75%

X2
Tamanho da lista tabu
50%
150
250

X3
Número máximo de iterações tabu
100%
150
200

          TABELA 4: MATRIZ DO EXPERIMENTO FATORIAL 23.

Em cada ponto o algoritmo foi executado 5 vezes e em seguida replicado, retornando a resposta média. Como pode ser visto na matriz do experimento.

CORRIDA
X1
X2
X3
MEDIA

1
50
150
150
1247822

2
50
150
200
1237724

3
75
50
100
1249172

4
75
150
150
1262234

5
50
250
150
1260922

6
50
150
150
1251950

7
50
150
100
1251526

8
50
50
150
1241752

9
25
250
200
1443228

10
75
50
200
1275706

11
50
150
150
1256580

12
75
250
200
1278402

13
75
250
100
1261420

14
25
50
100
1343710

15
50
150
150
1258144

16
50
150
150
1249146

17
50
150
150
1255808

18
25
150
150
1456202

19
25
250
100
1457000

20
25
50
200
1449420

           TABELA 4:  MATRIZ DO PLANEJAMENTO COMPOSTO DE FACE CENTRADA ((=0)

A análise estatística destes dados constou de uma análise de regressão, para obter a estimação dos coeficientes  e dos termos da equação de resposta, além da análise residual para verificar a adequação do modelo.

ANÁLISE DE REGRESSÃO PARA A RESPOSTA MÉDIA

Term             Coef       StDev          T      P

Constant      1251137        5918    211.419  0.000

X1             -82263        5918    -13.901  0.000

X2              14121        5918      2.386  0.032

X3              12165        5918      2.056  0.059

X1*X1           96512        8369     11.532  0.000

X2*X3          -16129        6616     -2.438  0.029

S = 18714       R2 = 96.1%     R-Sq(adj) = 94.7%

Através da análise de regressão foi possível obter um modelo com um ótimo ajuste R2 = 96.1, indicando que 96.1% da variação na resposta média é explicada pelos parâmetros de entrada do algoritmo. A validade das suposições do modelo ( (i ~N (0, (2) e (i independentes) foi verificada através de uma análise residual (Draper e Smith, 1981). Com isso, a equação estimada ficou,

Y = 1251137 – 82263X1 + 14121X2 + 12165X3 + 96512X1*X1 – 16129X2*X3
A terceira e última etapa da investigação consistiu em adotar a equação ajustada como função objetivo em um modelo de programação quadrática. Como restrições, foram utilizados os intervalos considerados nos experimentos,

MIN  f(X) = 1251137 – 82263X1 + 14121X2 + 12165X3 + 96512X1*X1 – 16129X2*X3
Sujeito a:

25 ( X1 ( 75

50 ( X2 ( 250

100 ( X3 (≤ (200

Com o suplemento solver do excel encontramos os seguintes níveis ótimos para os parâmetros do algoritmo.

X1 = 61; X2 = 50; X3 = 100.

5 RESULTADOS E CONCLUSÕES

Executamos o algoritmo com os níveis propostos e encontramos uma resposta média para a função de avaliação 0,17 % superior à encontrada pelos autores. 

Apesar de não termos obtido uma resposta melhor, podemos comprovar a eficiência da Metodologia Superfícies de Resposta, que de maneira objetiva e estruturada, permitiu alcançar uma resposta média compatível à dos autores, porém com um tempo de investigação muito menor. Lembrando que no trabalho original, foram realizados inúmeros testes empíricos baseados apenas em “sentimento”.

Dos níveis encontrados para os três fatores, apenas o tamanho da vizinhança está dentro do intervalo mínimo e máximo investigado. Para os outros parâmetros, encontramos níveis no limite inferior dos intervalos. Isto nos sugere uma diminuição do limite inferior para esses parâmetros e a execução de uma nova rodada de testes.
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