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Resumo

Este trabalho tem por objetivo solucionar o Problema da K-dispersão discreta através da metaheurística Simulated Annealing (SA) . Este método é uma técnica de busca local probabilística, que partindo de uma solução gerada aleatoriamente, parte para o seu refinamento até encontrar uma boa solução.

1. Introdução

O problema proposto para o estudo, k-dispersão, resume-se basicamente na escolha de k facilidades em n possíveis candidatos, sendo que deseja-se maximixar a mínima distância entre as k facilidades. Buscando portanto,  dispersar o máximo possível estes pontos. 

A título de exemplo para o problema, ecolhemos um caso já estudado anteriormente, no qual em um conjunto de 6 cidades, deve-se escolher 3 delas, de tal forma que a distância mínima deste triângulo seja maior ou igual a menor aresta de todos os possíveis triângulos a serem formados.

Para a solução do problema, geramos inicialmene uma solução aleatória, e apartir dela, busca-se o refinamento da solução até que se encontre uma ótima solução, para tal refinamento escolheu-se o método metaheurístico Simulated Annealing, que ao aceitar soluções de pioras são capazes de escapar de ótimos locais. As soluções de piora são aceitas com uma certa probabilidade, a qual depende de um parâmetro, chamado de temperatura.
2. O problema da K-Dispersão (PKD)

O PKD pode ser definido como sendo um grafo G = (N,A) com um conjunto de nós de tamanho |N| = n e um conjunto de arcos de tamanho |A| = m. Neste grafo há uma dada facilidade alocada a cada nó, e o problema consiste em selecionar k facilidades dentre estas n, de forma que a distância mínima entre qualquer par de nós selecionados seja máxima.

No contexto da logística, este problema possui grande aplicação a problemas em que a proximidade de facilidades a serem selecionadas é indesejável (Erkut, 1990).O termo para o problema foi cunhado por Moon & Chaudhry (apud Erkut, 1990) ao estudarem a alocação de facilidades em redes com distâncias constantes.

Tem-se, ainda, que quanto a complexidade, o problema da k-dispersão é classificado com um problema NPárduo, o que torna as heurísticas muito valiosas, especialmente em problemas de grande porte (Golbrag & Luna, 2000).

Como exemplos de aplicações desenvolvidas a partir dele, tem-se:

· Localização de reservatórios de combustível;

· Alocação de agentes competitivos como franquias;

· Distribuição de depósitos de lixo;

· Localização de silos de mísseis e instalações nucleares;

· Prisões e instalações militares;

· Tratamento de águas residuais;

· Distribuição de freqüências em sistemas de comunicação (dispersão das

antenas);

· Experimentos estatísticos;

· Exploração de madeira.
3. Simulated Annealing

Este método de otimização faz uma analogia com o processo de recozimento (annealing) na termodinâmica. Tem-se por exemplo na metalurgia que, se o metal é resfriado em condições apropriadas, o cristal simples pode ser obtido [9]. No recozimento o metal é aquecido a altas temperaturas, causando um choque violento nos átomos. Se o metal for resfriado de forma brusca, a microestrutura tende a um estado randomicamente instável, porém, se o metal é resfriado de forma suficientemente lenta, o sistema procurar a um ponto de equilíbrio caracterizado por uma microestrutura ordenada e estável.

As variáveis de projeto são perturbadas randomicamente e armazena-se o melhor valor da função objetivo a cada perturbação. A temperatura é então reduzida (annealing) e novas tentativas executadas. Este procedimento continua até escaparmos de um mínimo local. Ao final do processo é possível que se obtenha um mínimo global.

Metropolis et al [12], introduziram um método numérico simples que representa o estato  de equilíbrio de um conjunto de átomos a uma dada temperatura. A analogia com o processo de otimização pode ser feita analisando a Figura 4.1. Seja E a energia de um sistema de átomos a uma temperatura T. Em cada passo do algoritmo, é dado um deslocamento aleatório a um átomo, o que implica uma nova energia do sistema E. Se esta nova energia E  é menor ou igual a zero, o deslocamento é aceito, caso contrário (E > 0), a probabilidade da configuração a ser aceita será dada pela equação:
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onde Kb é a constante de Boltzmann.

Um número randômico r, uniformemente distribuído, deve ser gerado no intervalo [0, 1]. Se r =< P(ΔE) a nova configuração é aceita. Se r > P(ΔE) a configuração anterior é utilizada para iniciar um novo passo. A escolha da função de probabilidade P(ΔE), conforme acima descrito, se deve ao fato de que o sistema evolui segundo uma distribuição  de Boltzman.

Se T tiver magnitude muito superior ao desvio padrão da função no intervalo, quase todos os pontos são aceitos. Ao passo que se T for igual a zero, o método se torna uma busca aleatória do mínimo. Assim, adota-se: Ti como o valor do desvio padrão da função objetivo no intervalo estudado e Tf com a ordem de grandeza desejada para o precisão do ponto ótimo.
 4. Implementação do trabalho

4.1. Solução Inicial Aleatória

Admitindo-se então os dados n = 6 (número de facilidades em potencial), k = 3 (número de facilidades a serem alocadas), além disto, toma-se as distância entre as cidades em uma matriz  6 x 6, sendo matriz[i][j] a distância entre as cidades i e j. Representada na tabela a seguir:

	
	0
	1
	2
	3
	4
	5

	0
	0
	10
	9
	5
	13
	5

	1
	10
	0
	5
	11
	9
	9

	2
	9
	5
	0
	6
	12
	4

	3
	5
	11
	6
	0
	8
	12

	4
	13
	9
	12
	8
	0
	8

	5
	5
	9
	4
	12
	8
	0


O vetor solução, apresenta-se na forma de um vetor de 6 elementos, cujos valores devem ser apresentados de forma booleana, de tal forma que se a cidade for escolhida receba “1” e caso contrário, “0”. Deve-se ainda respeita o número de facilidades a serem escolhidas pelo problema. 

Inicialmente o problema foi implementado de tal forma que seja gerado uma solução aleatória inicial, ou seja, um vetor solução gerado randomicamente (s). O vetor solução e a menor distância, função objetivo, é plotado na tela. O valor encontrado, como é aleatório pode ser o próprio valor ótimo, porém pode-se ainda chegar a uma solução melhor, usando para isso técnicas de refinamento.

 4.2. Refinando com Simulated Anneling

Submete-se então  a solução gerada randomicamente, ao método Simulated annealing. É gerado um vetor s’ chamado de vizinho de s. O vizinho s’ de s é um vetor que apresenta a troca de apenas dois elemento de s. 

Este vizinho é então avaliado de tal forma que, como o problema é de maximização, se f(s’) for maior que f(s) a nova solução é aceita, caso contrário a solução vizinha pode-ser aceita com uma probabilidade de 

P = e (  Δ/T)
Onde T é um parâmetro do método.

Para os parâmetro de controle de tal método escolheu-se a razão de resfriamento  α = 0,95 , o número te intera\coes para cada temperatura SAmax = 500, a taxa de aumento da temperatura β = 1.1, a taxa mínima de aceitação vizinha γ = 0,95 e a temperatura inicial T0 cujo valor foi obtido a partir de uma determinação autoadaptativa como mostra o pseudocódigo abaixo:

	procedimento TemperaturaInicial((,(,Samax,To,s)
1. T ( To;      {Temperatura Corrente}

2.Continua ( TRUE
3. enquanto (Continua) faça
4.    Aceitos ( 0;  {Vizinhos aceitos na temp. T}

5.  para IterT = 1 até SAmax faça
6.          Gere um vizinho qualquer s’ ( N (s);

7.          ( = f(s’) – f(s);

8.          se (( > 0) 

9.               então 

10.                        Aceitos ( Aceitos + 1; 

11.               senão 

12.                        Tome x ( [0,1];

13.                        se x < e(/T então Aceitos ++;

14.          fim-se;

15.   fim-para;

16.   se (Aceitos >= ( ( SAmax)
17.         então Continua ( FALSE;

18.         senão T ( ( ( T;

19.   fim-se;      

20 fim-enquanto;

21.Retorne T;

fim TemperaturaInicial;



O pseudocódigo do algoritmo utilizado para a solução do problema por Simulated Annealing é mostrado abaixo:

	procedimento SA (int n, int *s, int *fo,  double alfa, double temperatura_inicial,

        double temperatura_final, int SAmax)
1. s ( s0; 

{Solução corrente}

2. s' ( s; 

{Melhor solução obtida até então}

3. T ( T0;

{Temperatura corrente}

4. IterT ( 0;

{Número de iterações na temperatura T}

5. enquanto (T > 0) faça
6.     enquanto (IterT < SAmax) faça
7.         IterT ( IterT + 1;

8.         Gere um vizinho qualquer s’ ( N (s);

9.         ( = f(s’) – f(s);

10.         se (( > 0) 

11.              então 

12.                   s ( s’; 

13.                   se f(s’) > f(s*) então s* ( s’;

14.              senão 

15.                   Tome x ( [0,1];

16.                    se x < e(/T então s ( s’;

17.         fim-se;

18.     fim-enquanto;

19.     T ( ( (T;

20.     IterT ( 0;

21. fim-enquanto;

22. Retorne s*;

fim SA;



5. Resultados Obtidos 

A função objetiva baseia-se na comparação da distância mínima das arestas do polígono formado pelo vetor solução com as distâncias mínimas da aresta do polígono formado pela solução vizinha. Sendo que a  função objetivo receberá o maior valor entre estas distâncias. 

A implementação do método metaheurístico foi feito em linguagem Borland C++, que nos retornou o vetor solução ótima para a equação. Os experimentos foram realizados em um PC com processador Pentium III de 500Mhz, 64MB de RAM no ambiente Windows 98.

A melhor solução encontrada foi:

Menor Distância: 9

Solucao: 0 1 0 1 0 1

6. Conclusão

A partir de trabalhos já realizados com o problema de k-dispersão analisado, pelo método linear, pode-se perceber que o método foi eficiente no que diz respeito a encontrar a solução ótima, o tempo obtido na execução do programa também é satisfatório. Sendo que em vantagem do método linear utilizado, o custo do programa Borland C++ é bem inferior ao Lingo, o que torna esta alternativa bem mais viável.

O método simulated Annealing também é muito eficiente para problemas de k-dispersão onde o n e o k assumem valores mais elevados.      
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