Universidade Federal de Ouro Preto - UFOP
Instituto de Ciéncias Exatas e Biologicas - ICEB
Departamento de Computacao - DECOM

CollA: Uma Plataforma Colaborativa para Anélise de
Grandes Volumes de Dados

Aluno: Bruno Cerqueira Hott
Matricula: 08.1.4133

Orientador: Joubert de Castro Lima

Ouro Preto
29 de marco de 2012



Universidade Federal de Ouro Preto - UFOP
Instituto de Ciéncias Exatas e Biologicas - ICEB
Departamento de Computacao - DECOM

CollA: Uma Plataforma Colaborativa para Anélise de
Grandes Volumes de Dados

Proposta de monografia apresentada ao
curso de Bacharelado em Ciéncia da Com-
putacao, Universidade Federal de Ouro
Preto, como requisito parcial para a conclu-
sao da disciplina Monografia II (BCC391).

Aluno: Bruno Cerqueira Hott
Matricula: 08.1.4133

Orientador: Joubert de Castro Lima

Ouro Preto
29 de marco de 2012



Resumo

A caréncia de teorias que descrevam o comportamento de determinadas abstragoes nos
faz armazenar dados para serem analisados posteriormente. A este tipo de abordagem
damos o nome de Data-Driven Approaches ou Abordagens Orientadas por Dados. Nas
ultimas décadas o volume de dados estruturados, semi-estruturados e nao estruturados
cresceu significativamente, assim como o ntimero de abordagens para analisid-los. De
uma forma geral, a estratégia adotada para se analisar tal volume de dados é individual,
feita a partir de uma copia de um fragmento dos dados originais. Tal estratégia gera
redundancias e é pouco colaborativa.

Nosso principal objetivo é prover um conjunto de métodos, técnicas e ferramentas
computacionais direcionadas a anélise colaborativa de grandes volumes de dados. As-
sim, este trabalho se propoe a desenvolver uma plataforma de software denominada
Collaborative Analysis (CollA), que ird permitir que artefatos da andlise de dados se-
jam compartilhados por diversos especialistas em diversos ambientes. Os principais
artefatos da plataforma CollA sdo: fontes de dados, nos de processamento (incluindo
processador, memoria principal e secundaria), componentes de software, experimentos
ou apenas os resultados dos experimentos.

Ao compartilhar artefatos permitimos que especialistas possam colaborar cada vez
mais no processo analitico, cedendo CPUs, disponibilizando fontes de dados ou mesmo
componentes de software, implementando experimentos ou obtendo novos resultados a
partir de experimentos ja implementados. Esta nova perspectiva de andlise chama-se
Analise Colaborativa de Dados.

Palavras-chave: Sistemas distribuidos. Programacao de alto desempenho. Compu-
tacao colaborativa.
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1 Introducao

A espécie humana pode ser considerada a tnica que vive no presente, analisa o pas-
sado e tenta prever o futuro. Como estamos cercados de abstragoes, tentamos a todo
o momento predizer seus comportamentos. Existem duas alternativas cientificas para
predizer o comportamento de uma abstracao, seja esta uma empresa, a bolsa de valo-
res de um pais, um individuo de uma espécie, a Amazonia, entre outros. A primeira
usa teorias que descrevem o comportamento da abstracao sendo modelada. Normal-
mente, tais teorias descrevem fendmenos fisicos usando matematica como linguagem.
Esta alternativa é representada por abordagens orientadas por teorias (Theory-Driven
Approaches). A segunda usa o comportamento passado, descrito normalmente por um
grande volume de dados, para predizer o comportamento. Esta alternativa é represen-
tada por abordagens orientadas por dados (Data-Driven Approaches |31 [34]), usadas
quando teorias nao existem.

As abordagens orientadas por dados sao divididas em abordagens orientadas por
hipoteses (Hypothesis-Driven Approaches [12] [15]) e abordagens orientadas por desco-
bertas (Discover-Driven Approaches [6l, 24, 27, 30]). De uma forma geral, abordagens
orientadas por dados permitem identificar padroes desconhecidos, nao triviais, poten-
cialmente tteis e implicitos a partir de grandes volumes de dados.

O volume de dados é uma realidade que afeta sensivelmente os recursos computa-
cionais utilizados pelas abordagens orientadas por dados, sejam estes processamento
e memoria. Uma pesquisa da universidade de Berkeley, datada em 2001, mostra que
93% da informacao atual ja nasceu digital e que estamos "‘duplicando"’” o volume de
informacao a cada ano. Segundo esta pesquisa de Berkeley, em 2003 tinhamos cerca
de 53 bilhoes de Gigabytes produzidos

Muitas abordagens foram desenvolvidas para analisar grandes volumes de dados.
Podemos diferenciar tais abordagens de acordo com o tipo de repositério de dados
usado, sejam estes bases relacionais, data warehouses, bases transacionais, arquivos
planos, data streams e a propria Web.

Além dos repositorios, podemos diferenciar as abordagens de acordo com o tipo
de padrao a ser minerado/identificado nos dados. Existem abordagens que associam
os dados a classes ou conceitos mais abstratos. As classes ou conceitos sao sumari-
zados em varios niveis, usando medidas estatisticas, por exemplo. Tais abordagens
sao denominadas Caracterizadores e Discriminadores [8, 10, [1T], T2, 13| 15 23| 25| 31
32, 135, 36], 37, 38]. Existem abordagens para encontrar padroes freqiientes nos dados.
Tais abordagens sao denominadas Mineradores de Padroes Freqiientes, Associagoes ou
Correlagoes |4, Bl [14] 18, 29 19]. Abordagens mais sofisticadas, como Classificadores
[17, 26], 33], também sao desenvolvidas. Classificadores predizem modelos ou fun¢oes
a partir de dados categoéricos ou continuos, respectivamente. Modelos descrevem ou
distinguem classes ou conceitos para que os mesmos sejam usados para predizer ob-
jetos cuja classe ou conceito nao se conhece. Existem também as abordagens usadas
para gerar as classes e conceitos. A estas abordagens damos o nome de Geradores de
Clusters [3}, [7, 16, 20, 2T, 221 28]. Por fim, existem abordagens que analisam outliers e
tendéncias nos dados [2, @]

Infelizmente muito pouca pesquisa foi feita no sentido de tornar o processo de ané-
lise de dados mais colaborativo, ja que o volume de dados e o niimero de abordagens
para analisa-los tende a crescer. Partimos da hipotese de que servicos como chats, edi-



cao colaborativa, entre outros, tornam qualquer processo mais colaborativo, incluindo
o processo de analise de grandes volumes de dados. De uma forma geral, existem ini-
meras abordagens sendo disponibilizadas, algumas reunidas em ambientes de codigo
aberto como o Weka [I]], e um ntimero crescente de fontes de dados disponiveis para
serem copiadas e analisadas individualmente por tais abordagens ou ambientes, mas
até o momento quase nenhum esforco foi feito no sentido de compartilhar mais do que
simplesmente fontes de dados entre especialistas. Ainda nao usufruimos efetivamente
do fato de estarmos cada vez mais imersos na rede, o que torna a colaboracao, antes
considerada quase impossivel, uma realidade que deve ser cada vez mais explorada.

Neste projeto de pesquisa proveremos um conjunto de métodos, técnicas e fer-
ramentas computacionais para a andlise colaborativa de grandes volumes de dados.
Como resultado, propomos o desenvolvimento de uma plataforma de software denomi-
nada Collaborative Analysis (CollA). A plataforma CollA ird permitir que ndo somente
fontes de dados sejam compartilhadas, mas também que componentes de software, ex-
perimentos, resultados de experimentos e nds de processamento (incluindo memoria
principal, secundéria e processadores) possam ser usados de forma colaborativa por
diferentes especialistas em diferentes ambientes criados na plataforma.

A anadlise colaborativa de dados deve permitir que ambientes possam ser criados e
que artefatos comuns a analise possam ser disponibilizados em tais ambientes. Além
disto, precisamos garantir que os ambientes sejam seguros, escalaveis e tolerantes a
falhas, ocasionadas principalmente por nos de processamento que se tornam inativos
em tais ambientes.

Na Figura 1, ilustramos um exemplo de compartilhamento e, conseqiientemente,
colaboracao que poderd ocorrer com a utilizacao da plataforma CollA. Suponhamos
que um usuario Al, previamente cadastrado, tenha registrado no ambiente E1 dois nos
de processamento nl e n2, respectivamente. No né de processamento nl existe uma
particao de uma fonte de dados Db e no né de processamento n2 existe a segunda e
ultima particao de Db. Além do usuario Al, temos no ambiente E1 o usuario A2. A2
almeja executar um experimento Exp a partir da fonte de dados particionada Db. O
usuario A2 também disponibiliza um n6 de processamento ao ambiente E1, denomi-
nado n3. O componente de software desenhado para a plataforma CollA podera utilizar
nl, n2 e, provavelmente, n3 para executar Exp. Uma vez executado, a saida de Exp
estarad disponivel para Al e A2. Suponhamos que A2 resolva explorar os dados gerados
no experimento, conseguindo obter resultados interessantes do mesmo. Os resultados
obtidos por A2 também podem ser compartilhados. De forma analoga, A1 pode explo-
rar a saida de Exp para obter novos resultados ou visualizar os resultados ja obtidos
por A2. O uso de chats e edi¢ao colaborativa de documentos torna todo este processo
colaborativo. A configuragao de determinados componentes de software pode ocorrer
somente a partir de um grupo de usuérios e nao um nico usuario ¢ outro exemplo de
colaboragdo na plataforma CollA.

De uma maneira geral, é possivel perceber que a plataforma CollA podera pro-
ver compartilhamento e, conseqiientemente, colaboracao ao processo analitico. Acre-
ditamos que a melhor arquitetura para implementacao da plataforma CollA seja a
peer-to-peer, com nds de processamento se comportando como clientes e servidores
simultaneamente. Um certo nivel de centralizacao também ser& necessario, pois ca-
berd a um conjunto de nés manter o estado dos variados ambientes criados, incluindo
usuarios, fontes de dados, experimentos, nés de processamento ativos, mapas de nos
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Figura 1: Compartilhamento e colaboragao na plataforma CollA.

de processamento utilizados por experimento, mapa das particoes das fontes de dados
e suas réplicas, dentre outros.

Como em qualquer aplicagao peer-to-peer, requisitos como tolerancia a falhas, se-
guranca, escalabilidade, entre outros, devem ser implementados como servicos basicos
da plataforma. No exemplo ilustrado na Figura 1, um n6 de processamento (nl ou
n2, por exemplo) pode se tornar inativo a qualquer momento. Cabera ao conjunto de
nos de processamento que mantém o estado dos diversos ambientes detectar tal falha
e encontrar uma possivel solucao para a mesma ou reportar o problema aos usudrios
afetados.

Uma possivel solucao para a queda de nés de processamento seria manter um nivel
de redundancia de fontes de dados dentro dos ambientes, ou seja, distribuir e replicar
particoes das fontes de dados em diversos nos de processamento. Replicacao de fontes
de dados gera problema de atualizacao, que por sua vez gera outros problemas. De uma
forma geral, percebemos que o desenvolvimento da plataforma CollA devera ocorrer de
forma iterativa e incremental, pois os desafios sao enormes.

Neste projeto reduzimos o escopo para o desenvolvimento do servico de partici-
onamento de fonte de dados. O referido servigo poderd ser configurado a partir de
um grupo ou um dnico usuario. Os servigos bésicos da plataforma CollA, sejam estes
de distribuicao, redundancia, chats e alguma forma de editar documentos de forma
colaborativa também serao desenvolvidos.

Na proxima secao descrevemos o objetivo geral e os especificos deste projeto de
pesquisa. Na Secao 3, as justificativas e a relevancia deste projeto de pesquisa sao
descritas. Na Secao 4, descrevemos a metodologia a ser adotada. Na Secao 5, des-
crevemos um cronograma de execucao das tarefas macro do projeto. Finalmente, na
Secao 6 apresentamos os resultados esperados com este projeto de pesquisa.



2 Justificativa

Este projeto de pesquisa podera responder duas questoes cientificas extremamente
relevantes: Sera possivel compartilhar artefatos de anélise eficientemente? Seré possivel
redesenhar as abordagens de anélise classicas, descritas na Secao 1, para que as mesmas
sejam executadas num ambiente distribuido, heterogéneo e colaborativo ou teremos que
propor novas abordagens?

O projeto produzira dois artefatos tecnologicos: primeiro, uma plataforma de soft-
ware denominada CollA, onde artefatos fundamentais a analise de dados poderao ser
compartilhados. Segundo, um catalogo de abordagens analiticas que poderé ser utili-
zado por diferentes especialistas em diferentes ambientes de analise criados na plata-
forma CollA. Incialmente, este catalogo se resume a particionamento e consulta simples
das fontes de dados distribuidas.

A plataforma CollA poderé incentivar o reuso de abstracoes inovadoras. A criagao
de ambientes onde usuarios podem ser provedores de fontes de dados, codificadores de
experimentos, disponibilizadores de nés de processamento, fornecedores de componente
de softwares ou simplesmente exploradores de resultados de experimentos, podera mu-
dar substancialmente a atual visao que temos sobre a anélise de dados suportada por
computador.

Pessoas fisicas, laboratoérios, universidades, empresas, entre outros, poderao se ca-
dastrar em ambientes na plataforma CollA. CollA podera também ser executada numa
intranet de uma determinada empresa, 6érgao do governo ou universidade, onde fun-
cionarios criam ambientes, compartilham e cooperam seus processos analiticos. A
academia, o governo e a iniciativa privada poderao encontrar ou criar ambientes direci-
onados a determinadas areas, permitindo com isto que especialistas multidisciplinares
compartilhem e cooperem cada vez mais.



3

3.1

Objetivos

Objetivo geral

e produzir métodos, técnicas e ferramentas computacionais para dotar especialis-

3.2

tas, de qualquer area do conhecimento humano, de capacidade de compartilhar
artefatos de analise e cooperar no processo analitico.

Objetivos especificos

Desenvolver uma plataforma de software, denominada CollA, onde artefatos de
analise possam ser compartilhados e onde o processo analitico possa ocorrer de
forma colaborativa.

Desenvolver o servico de particionamento de fonte de dados na plataforma CollA
para que usuarios ja possam usar para consultas do tipo SQL, porém em ambiente
distribuido.



4 Metodologia

Neste projeto serd adotada a metodologia de desenvolvimento Iterativo e Incremental.
Trata-se de um processo de desenvolvimento de software criado em resposta as fraquezas
do modelo em cascata, o mais tradicional. O padrao a ser utilizado é o Processo
Unificado da Rational (RUP).

O RUP usa a abordagem da orientacao a objetos em sua concepcao e é projetado
e documentado utilizando a notacao UML (Unified Modeling Language) para ilustrar
0s processos em acdo. E um processo considerado pesado e preferencialmente aplica-
vel a grandes equipes de desenvolvimento e a grandes projetos, porém o fato de ser
amplamente customizavel torna possivel que seja adaptado para projetos de qualquer
escala.

A Figura 2 ilustra as fases existentes e as disciplinas a serem implementadas em cada
fase. As fases indicam a énfase que é dada no projeto em um dado instante. Concepcao:
énfase no escopo do sistema; Elaboracao: énfase na arquitetura; Construcao: énfase no
desenvolvimento; Transicao: énfase na implantacao. Nota-se que miltiplas disciplinas
sao executas em cada fase.

Disciplines Inception  Elaboration  Construction Transition

Business Modeling h—:—_

Requirements

—*
i ; ;
Analysis & Design — ...
“ontent Implementation _..__-_._.-.__

Test

Deployment H | e
Configuration & i :
Change Management '

i
i
e

Enﬁmnmgnt e —
i

Eeradion|s) (i ) #n ot e i B+l

Iterations

Figura 2: Processo de desenvolvimento Iterativo e Incremental.



5 Cronograma de atividades

Na Tabela [T} xxx.

Atividades Mar | Abr | Mai || Jun || Jul
Passo 1 X X

Passo 2 X X

Passo 3 X X

Passo 4 X X X

Redigir a Monografia X X X
Apresentacao do Trabalho X

Tabela 1: Cronograma de Atividades.

Os seguintes passos serao utilizados para realizacao deste trabalho:

Passo 1: Desenvolvimento de componentes de software bésicos para a plataforma CollA,
sejam estes de distribui¢do (JXTA), redundancia, criacao de ambientes e com-
partilhamento de artefatos, chat e alguma forma de edi¢ao colaborativa de docu-

mentos.

Passo 2: Desenvolvimento do servico de particionamento de fonte de dados na plataforma

CollA.

Passo 3: Desenvolvimento de algum servico de consulta & partir da fonte de dados dis-
tribuida. O projeto Apache HIVE (http://hive.apache.org/) que se propoe a
oferecer o servico de datawarehouse sobre o hadoop (http://hadoop.apache.org/)

deveri ser considerado.

Passo 4: Escrita de relatérios e tutoriais sobre a plataforma CollA.
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