Universidade Federal de Ouro Preto

Departamento de Computação

COM272 – Inteligência Computacional Para Otimização

Professor Marcone Jamilson Freitas Souza
Otimização de Funções Contínuas via Algoritmos Genéticos
Frederico Heitor Jesus Silva

<fredheitor@hotmail.com>

Mônica do Amaral
<coida@bol.com.br>

1. Introdução

Algoritmos genéticos são algoritmos de busca estocásticos que têm desenvolvi-mento e funcionamento extremamente vinculados com o ser humano. Charles Darwin, estudando as espécies e suas evoluções, coletou durante anos uma grande quantidade de material que demonstrou, principalmente, a existência de inúmeras variações em cada espécie. Seus estudos, associados às pesquisas de outros cientistas do assunto, tornaram evidentes que as espécies animais efetivamente se modificam. Um dos principais pontos dos estudos de Darwin foi sem dúvida o aspecto das variações apresentadas entre indivíduos da mesma espécie. Através de estudos em pombos, por exemplo, ele observou a enorme variedade de indivíduos que se obtém, cruzando uma mesma espécie. Segundo esse estudioso, todas as novas espécies são produzidas por meio de uma seleção natural.
Aqui em nosso planeta, desde há quase cinco bilhões de anos, a natureza vem resolvendo problemas com sucesso. Cada organismo possui cromossomos, genes, exons, íntrons e códons, constituindo um sistema genético. Um determinado grupo de indivíduos vive junto, constituindo uma população. Nesta população há os organismos melhores, que são os que têm mais chance de casar e gerar bons descendentes. Estes descendentes são mais bem adaptados do que a média da população, pois receberam melhores genes. Ao final, vence a lógica, de sobreviver o mais adaptado ao nicho ecológico da população, o que garante que este sistema de escolha com sucesso seja passado às gerações subseqüentes, melhorando cada vez mais as populações envolvidas.
A Computação Evolutiva (CE) é um ramo da ciência da computação que se embasa em um novo paradigma para a resolução de problemas, que não exige o conhecimento de uma sistemática prévia de resolução, e baseia-se nos mecanismos encontrados na natureza, à luz da teoria da evolução natural de Darwin. A Computação Evolutiva constitui um ramo da Computação Natural, e envolve tópicos de vida artificial, geometria fractal, sistemas complexos e inteligência computacional.
Os Algoritmos Genéticos representam um paradigma de aprendizado pela máquina, quando seu funcionamento encontra inspiração em um dos mecanismos básicos da evolução da natureza, chamado seleção dura. Estes algoritmos foram inicialmente desenvolvidos pelo professor John Holland, da Universidade de Michigan, nos Estados Unidos da América, em suas explorações dos processos adaptativos de sistemas naturais e suas possíveis aplicabilidades em projetos de softwares de sistemas artificiais. Eles foram formalmente introduzidas no seu livro Adaptation in Natural and Artificial System (HOLLAND, 1975). Convém ainda salientar que a idéia dos Algoritmos Genéticos é mais antiga, como reconhece o próprio Holland, referindo-se a trabalhos anteriores e ainda outras abordagens semelhantes. Em particular, ele menciona em seu livro os trabalhos de Rosenberg (1967), Cavicchio (1970), Hollstien (1971) e Frantz (1972). A pesquisa realizada por Holland e seus discípulos na Universidade de Michigan tinha as seguintes metas:
· Explicar de forma rigorosa e abstrata o processo evolutivo dos sistemas naturais;
· Desenvolver um programa computacional que reproduzisse o importante mecanismo de solução de problemas empregado pelos sistemas biológicos.
Para que se consiga entender, em sua plenitude, este extraordinário algoritmo, que Holland resolveu chamar de Algoritmo Genético, é conveniente que se conheça um pouco daqueles processos biológicos observados na evolução natural.
O Algoritmo Genético básico é o que realiza, segundo BITTENCOURT (1998), as seguintes funções:

· Inicializa a população de cromossomos (soluções);
· Avalia cada cromossomo da população;
· Cria novos cromossomos a partir da população atual (aplica mutação e cruzamento, substituindo os ascendentes pelos descendentes);

· Termina, se o critério de fim for alcançado, se não, reinicializa.
Um processo de otimização consiste em procurar melhorar a performance, com o objetivo de alcançar um ou vários pontos ótimos. É desta forma que funcionam os Algoritmos Genéticos. Eles combinam a sobrevivência do mais adaptado, com uma troca de informações ao mesmo tempo aleatória e estruturada. Os AGs trabalham sobre uma população de palavras ou cromossomos (strings), que são seqüências de códigos, geralmente de forma binária, que representam determinados parâmetros. Para se criar uma população de palavras, são aplicadas sucessivas operações de reprodução, cruzamento e/ou mutação.

Para que o entendimento pleno do funcionamento da Computação Evolutiva, no caso dos Algoritmos Genéticos, seja conseguido, é necessário sumarizar a apresentação destas três operações. Mas antes, vamos descrever o nosso problema em especial e, a partir dele, explicar como funcionam as operações genéticas.
2. Descrição do problema

No nosso caso, utilizamos Algoritmos Genéticos para encontrar o máximo de uma função, diferenciável ou não, 
dentro de um intervalo dado. Como exemplo, temos a seguinte função:

ƒ(x) = 0.4 + sinc (4x) + 1.1 sinc (4x + 2) + 0.8 sinc (6x – 2) + 0.7 sinc (6x – 4)
Definida no intervalo: x Є [-2 , 2]
Onde:


                        1                       ,  x = 0

sinc (x) =

                        sen (лx) / (лx)   ,  x ≠ 0

Como se pode notar pela equação e pelo gráfico a seguir, não se trata de uma função simples e métodos especiais para tratá-la tornam-se de fato necessários.
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Gráfico da função do problema

3. Modelagem

A chave para um Algoritmo Genético de sucesso está no desenvolvimento da representação dos indivíduos e dos operadores genéticos.

No problema exemplificado anteriormente, os indivíduos foram representados por vetores binários de 16 posições, vetores estes que representam pontos contidos no intervalo de definição da função. Um número binário de 16 bits pode prover números decimais de [0, 65535] e, portanto, um intervalo decimal de 0,000061 por bit, que pode ser calculado através da seguinte equação:

x = - 2  +    4b

                65535

considerando-se o intervalo x Є [-2 , 2] e onde b é um número binário em [0, 65535]. 
Por exemplo:
I1 = (1 0 1 1 1 0 1 1 1 1 1 0 0 1 1 0) (  x = 0,93506

I2 = (0 0 1 1 0 0 1 1 1 1 1 1 1 1 1 0) (  x = - 1,87610
4. Operadores Genéticos
4.1. Reprodução

A reprodução em um AG simples é o processo no qual as palavras ou cromossomos (strings) individuais são copiados de acordo com os valores dados pela função objetivo " ƒ ", que na Biologia se denomina de função aptidão (fitness). Esta função " ƒ " é a medida de utilidade que se deseja maximizar. Os cromossomos (strings) com altos valores possuem maior probabilidade de formar a próxima geração. Este operador é um modelo artificial da seleção natural. Nas populações naturais a aptidão (fitness) é determinada pela capacidade que os organismos têm de lutar pela sobrevivência, resistindo a predadores, doenças, intempéries, falta de alimentos e outros obstáculos. No meio artificial, aqueles indivíduos que possuem maior função de aptidão têm uma probabilidade maior de serem escolhidos através do mecanismo da Roleta Russa.
Suponha uma população de 6 indivíduos com funções de aptidão mostradas à seguir:
	Indivíduo
	Função de Aptidão
	Proporção

	A

B

C

C

D

E
	25

10

6

6

2

1
	0,5

0,2

0,12

0,12

0,04

0,02

	Total
	50
	1


Através da utilização do mecanismo da Roleta Russa, espera-se a seguinte  composição de indivíduos:
	Indivíduo
	Prob. de sobrevivência
	Conta esperada

	A

B

C

D

E
	0,5

0,2

0,24

0,04

0,02
	3

1,2

1,44

0,24

0,12


Baseando-se na conta esperada, a nova população pode ser {A, A, A, B, C, C}. Fica claro então que se o operador reprodução for aplicado diversas vezes, os indivíduos com maiores funções de aptidão irão eventualmente dominar toda a população. Além disso, o operador reprodução não gera novos indivíduos, outros operadores são necessários para explorar novas soluções.

No problema das funções aqui tratado, após a utilização do mecanismo da Roleta Russa e da seleção de dois cromossomos, ainda há uma probabilidade destes indivíduos se reproduzirem ou não.
4.2. Crossover

Após a seleção de dois indivíduos da população (seleção via Roleta Russa e probabilidade) para ser efetuada a reprodução, pode ocorrer ou não o Crossover.

Um número aleatório entre 1 e 16 determina a posição onde será efetuado o corte no vetor (cromossomo).

Para exemplificar este operador genético, segue o seguinte exemplo:

Número Sorteado: 4


Pai 1 = (1 0 1 1 1 0 1 1 1 1 1 0 0 1 1 0)

Pai 2 = (0 0 1 1 0 0 1 1 1 1 1 1 1 1 1 0)

                Posição do Corte

Filho 1 = (1 0 1 1 0 0 1 1 1 1 1 1 1 1 1 0)
Filho 2 = (0 0 1 1 1 0 1 1 1 1 1 0 0 1 1 0)

Dois novos indivíduos com material genético dos seus pais são criados.


O operador genético Crossover é utilizado para trocar informações e gerar novas soluções. Este também deve ocorrer com uma determinada probabilidade, que no problema dado é de 30%.
4.3. Mutação


A mutação é uma alteração aleatória e ocasional do valor de uma qualquer posição da string. Esta alteração ocorre de acordo com uma probabilidade prefixada e, por exemplo, no caso de uma string binária, poderia significar a mudança de "1" para "0" ou de "0" para "1". Esta probabilidade de mutação, como a probabilidade de cruzamento, e também o tamanho da população, são elementos muito importantes nos Algoritmos Genéticos. Eles controlam todo o processo de busca, influenciando diretamente a velocidade de convergência, e evitando que aconteça a supremacia de uma determinada sub-população, o que geraria o chamado elitismo.

O operador mutação é utilizado para introduzir variabilidade na população e prover um mecanismo para escapar de ótimos locais. Este também possui uma certa probabilidade de ocorrer, como já foi citado acima, que para o problema das funções é de apenas 1%.

Para exemplificar este operador genético, segue o seguinte exemplo:

Número Sorteado: 9

I  = [ 0 1 1 0 1 1 0 0 0 1 1 0 1 0 1 1 ]

Após a mutação:

I  = [ 0 1 1 0 1 1 0 0 1 1 1 0 1 0 1 1 ]
5. Implementação - Algoritmo

Segue abaixo o algoritmo utilizado como base para a produção do programa:
Início

   Gera uma população inicial

   Avalia a população inicial

   Calcula o desvio padrão

   Enquanto desvio padrão > 0,20 faça

      Enquanto n.º de filhos < 30 faça

         Selecionar 2 pais

         Se n.º aleatório < probabilidade crossover então

            Seleciona ponto de corte

            Gera 2 filhos

            Se n.º aleatório < probabilidade mutação então

               Realiza mutação

            Fim se

         Fim se

      Fim Enquanto

      Define população sobrevivente

      Mata os não sobreviventes

      Avalia a população

      Calcula o desvio padrão
   Fim enquanto

   Apresenta os resultados

Fim.

6. Implementação – Parâmetros utilizados

Para a implementação programa, os seguintes parâmetros foram utilizados:

· Tamanho da população inicial = 30

· Probabilidade de Crossover = 30%

· Probabilidade de Mutação = 1%

· Critério de Parada = Desvio padrão inferior a 10%

7. Vantagens da utilização do método heurístico

Dentre outras, as principais vantagens de se utilizar Algoritmos Genéticos neste problema de otimização de funções contínuas são:

· Soluções muito boas podem ser encontradas após a convergência, mesmo quando a função é instável.
· Encontra-se máximos das funções mesmo em intervalos não diferenciáveis.
8. Conclusões

Apesar de ter sido um trabalho vinculado à universidade e a uma matéria em especial, fica claro que a utilização deste método heurístico pode ser feita para a resolução de diversos problemas que eventualmente podem aparecer na nossa vida profissional. As aplicações dos Algoritmos Genéticos são muito abrangentes e influenciaram na evolução da música, nas melhorias em telecomunicações, na otimização de plantão médico-hospitalar, em um sistema em construção na New Mexico State University que descreve imagens faciais de criminosos a partir de testemunhas do crime e até na programação de jogos paraolímpicos de 1992. 

No presente momento, talvez uma das mais populares aplicações seja a de combinar Algoritmos Genéticos com Redes Neurais, ou para treiná-las ou para encontrar sua topologia. Finalmente, é importante salientar que ainda é incipiente a pesquisa sobre a aplicabilidade dos Algoritmos Genéticos no problema de programação de projetos em geral. É, particularmente, muito pequena, por exemplo, na área de projetos de construção.
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